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1.	 研究開発領域の定義
本領域は、知覚・認識して、理解・推論・計画して、行動・制御するという知能の基本的なプロセスを情

報処理システムとして実現しようとする研究開発領域である。画像・音声・映像認識、自然言語処理、知識
処理、行動計画・動作生成などの研究分野を含み、その融合にも注目する。機械学習・深層学習、大規模
言語モデル・基盤モデル、生成AIなどはこの領域の中核技術である。

2.	 本領域の意義
本領域は人工知能（AI）研究の中核部分である。知能の基本的なプロセスを情報処理システムとして実現

できれば、AIは人間のあらゆる知的活動を支援したり代替したりできるようになる。もちろん技術発展は段
階的であり、部分的な支援・代替から徐々にその範囲が広がってきている。2010年代ごろまでのAI研究は、
知覚・認識のプロセスは画像・音声・映像認識、理解・推論・計画のプロセスは自然言語処理・知識処理、
行動・制御のプロセスは行動計画・動作生成といった分野ごとに分かれて発展してきた。それが2020年代
に入り、生成AIの発展とともに、基盤モデルをベースに分野の融合が進み、知能のプロセス全体が通して扱
われるようになった。以下では、分野ごとの研究開発とそれらの融合がどのような幅広い応用や社会的インパ
クトをもたらしてきたかをまとめる。

画像・音声・映像認識は、カメラやビデオレコーダーなどで撮影された画像・音声・映像の内容、つまり、
そこに写っているものや話されていることが何であるか、その位置や状態、あるいはシーン全体の状況を認識
する技術である。人間の感覚器官（目・耳など）による知覚の代替となり、人間が行っている目視作業の自
動化といった単なる省力化としての価値だけでなく、ヒューマンエラーを低減する判断・診断の支援や、人間
では処理しきれないほど大量の画像・映像データの高速処理など、これまで得られなかった新たな価値も提
供できる。具体的な応用先は、郵便区分機などでの文字認識、マンモグラフィーなどの医療画像診断支援、
監視カメラ映像からの不審者・不審行動や異常状況の検知、インターネット上の画像・動画像検索、カメラ
画像のシーン分類、自動文字起こし・議事録作成、コールセンターにおける自動応答・顧客応対分析、半導
体ウエハーやフォトマスクなどの欠陥検査、食品の異物検査、製品の品質検査、衛星画像などのリモートセ
ンシング、出入国管理などでの顔や指紋を用いた個人認証、自動車の安全運転支援や自動運転、ロボットビ
ジョン、スポーツ画像解析、動作認識によるヒューマンインターフェースデバイス、スマートスピーカーなどへ
と広がっている。
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自然言語は人間が日常の意思疎通のために用いる自然発生的な記号体系である1。人間にとって自然言語は、
概念を表現する記号体系として、日常の意思疎通（コミュニケーション）だけでなく、思考の過程やその結果
である知識の表現・保存にも用いられる。コンピューターによる自然言語処理と知識処理は、このような人間
のコミュニケーション、思考などの知的作業、知識の流通・活用などを含むさまざまな場面に適用され得る。
そして、その自動化・効率化や、人間の限界を超えた大規模高速実行を可能にする。例えば、カナ漢字変換
入力システム、音声対話システム、質問応答システムなど、コンピューターとのインターフェースにおいて自然
言語で操作・指示できると、特別のコマンド入力・操作方法を逐一個別に覚える必要がない。また、大量の
テキストデータの処理をコンピューターで行うことで、人間の負荷を軽減できる。Webサーチエンジンが代表
例だが、膨大な情報の中から条件に合う情報を高速に見つけたり、整理したりするための情報検索・文書分類、
その概要把握を助ける情報抽出・自動要約などに、自然言語処理が活用されている。さらに、機械翻訳・音
声翻訳（自動通訳）は、他国語を話す人々とのコミュニケーションを支援するとともに、インターネットなど
を介して世界に流通している膨大な量の他国語で書かれた情報を調査・分析する労力を大幅に軽減してくれる。

行動計画・動作生成は、実世界に作用する機器・デバイスに対して、目的のために「何をするか」を行動（タ
スク・遷移）レベルで計画し、その各行動を実現するために「どう動くか」を動作（軌道・力制御）レベル
で生成して、適切な順序で実行指示を行う技術である。産業用・家庭用のロボット制御への適用はもちろん、
自動走行車やドローンなどの移動体・飛行体の運転制御への適用も試みられている。また、このような応用
では、カメラ映像から状況・状態を認識し、その状況・状態に応じた行動・動作を計画・実行するという、
コンピュータービジョンと行動計画・動作生成を組み合わせた形態が取られることも多い。例えば、カメラ映
像から対象物の形状・位置・向きなどを認識し、それを把持するためにロボットアームの動作（アームをどう
移動し、対象物のどこをつかむか）を決定したり、巨大な対象物をカメラ付きドローンで観測・検査する際に、
対象物の一部を観測・検査した結果をもとに、次に観測すべき箇所を自律的に決定したりといったことが可
能になる。
さらに、知覚・認識して、理解・推論・計画して、行動・制御するという、知能の一連のプロセス全体（情

報処理および実世界への作用）を実現することが可能になった。これによって、AIは単なる道具にとどまらず、
ある程度の自律性を持ってタスクを実行できる、いわば助手や秘書のような役割を担えるようになる。例えば、
出張に関わる手配をするというケースであれば、出張先やいくつかの希望条件を自然言語で指示すれば、AI
が自動的に関連情報を検索・評価し、ホテルの候補や移動の交通手段を示し、ホテルや交通手段の予約まで
実行してくれる。かつ、このようなことが、出張手配のタスクのために作り込むことなく、任意のタスクについ
て、タスク遂行のための手順を計画し、その遂行に必要な情報の獲得や相手・対象とのやり取りを適応的に
実行することが可能になる。これによって、産業、研究開発、教育、創作などを含むさまざまな知的活動全
般で変革が進むものと思われる。

3.	 研究開発の動向
3.1節（概要）では、まず、この分野のコア技術である機械学習技術の概要とニューラルネットワークによ

る深層学習への発展（3.1.1）について述べた後、2010年代まではパターン認識分野（3.1.2）と自然言語
処理分野（3.1.3）は別々に発展してきた状況を振り返る。2020年代にはその状況が変わり、トランスフォー
マー型のニューラルネットワークをベースとした基盤モデル・生成AIが大きく発展し、汎用性・マルチモーダ
ル性が急速に高まり、パターン認識と自然言語処理も融合して現在に至るという動向を、画像生成AI

1	 自然言語に対して、プログラミング言語やマークアップ言語など、人工的に定義された言語がある。これらの人工的に定義され
た言語は解釈が一意に定まるように設計されているが、自然言語は文・句・単語などの意味や構造の解釈に曖昧性が生じ得る
点、記号接地（記号と実世界における意味をどのようにして結び付けるか）や意図理解のように記号だけに閉じない問題が関
わる点などが、その処理を難しいものにしている。
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（3.1.4）、大規模言語モデル（3.1.5）、行動計画・動作生成（3.1.6）の観点からまとめる。また、学会動向・
国際動向（3.1.7）についても示す。

3.2節（トピックス）では、3.1.4、3.1.5、3.1.6の最新動向から、基盤モデル設計に関わる10大トピック
ス（3.2.1）として、推論モデル、マルチモーダル基盤モデル、長文コンテキスト処理、高効率化アーキテク
チャー、世界モデル、ロボット基盤モデル、オープン基盤モデル、科学研究向け基盤モデル、エージェント型
AI、AIモデルの安全性・トラストを挙げた。また、AIモデルのさらなる発展に向けた注目動向として、AIモ
デルのメカニズム理解（3.2.2）、AIの省電力化（3.2.3）、新しいAIモデルの可能性探求（3.2.4）につい
て取り上げる。

3.3節（課題）では、研究開発課題と推進方策面の課題を簡単にまとめ、3.4節（各国・地域の取り組み）
では、日本、米国、欧州、中国、韓国を取り上げ、基礎研究と応用研究・開発の観点で特徴や注目事項をま
とめる。

3.1	 概要　
3.1.1	 機械学習の発展

機械学習1）は、経験（データ）を与えることで、ターゲットとするタスクの性能指標を自動で改善するコン
ピューターアルゴリズム2もしくはその研究領域である。事象や対象物についての観測データを集めて機械学
習にかけることで、そこから（人間がルールを書く必要なく）データの背後に潜む規則性を自動的に見いだし、
分類・判別、回帰・予測、異常検知などを行うことを可能にする。ビッグデータの時代といわれる今日、さ
まざまな事象や対象物について大量の観測データが得られるようになり、機械学習は幅広い分野・目的に利
用されるようになった。

機械学習の基本的な処理構成は、訓練ステップ（学習ステップとも呼ばれる）と判定ステップ（推論ステッ
プや予測ステップとも呼ばれる）に分かれる。訓練ステップは、訓練データ（学習データとも呼ばれる）を与
えて、モデルを学習するステップである。ここで得られたモデルは、訓練データの統計的傾向・規則性を表し
たものになる。判定ステップは、新たに入力されるデータに対して、訓練済みモデル（学習済みモデルとも呼
ばれる）に基づき、分類・判別、回帰・予測、異常検知などの判定結果を出すステップである。訓練データ
に判定結果が付与されているケースは教師あり学習（Supervised Learning）、付与されていないケースは
教師なし学習（Unsupervised Learning）と呼ばれる。なお、教師あり学習・教師なし学習とは異なるタイ
プとして強化学習（Reinforcement Learning）がある（詳細は3.1.6で述べる）。

機械学習の研究では、訓練ステップのアルゴリズム（学習アルゴリズム）、つまり、訓練データからそこに
潜む統計的傾向・規則性をどのようにして見いだすか、そして、それをどのようなモデルで表現するかが、重
要なポイントになる。モデルを訓練データにフィットさせ過ぎると、判定ステップで与えられるデータに対して
必ずしも高い精度が得られないという問題（過学習と呼ばれる）も生じるため、汎化が適切に行われるよう
な仕掛けが必要である。統計解析の手法とともに、人間の脳神経回路にヒントを得たニューラルネットワーク
モデルを用いた手法が注目されるようになった。
このような研究は、古くは1958年にパーセプトロン2）と呼ばれる単純なニューラルネットワークモデルが

提案され、任意の線形分離関数を学習できることから1960年代に活発に研究された。しかし、単純なパー
セプトロンでは排他的論理和のような関数を学習できない問題が指摘され3）、1970年代には関連する研究は
下火になった。この問題は構造を多層化すれば解決できるのだが、その学習を可能にする誤差逆伝播法

（Backpropagation）4）が提案されたのは1986年であった。これをきっかけにニューラルネットワーク研究

2	 「コンピュータープログラムがタスクのクラスTと性能指標Pに関して経験Eから学習するとは、T内のタスクのPで測った性能
が経験Eにより改善されること」という定義1）がよく知られている。
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が再び活発化し、画像認識、音声認識、ロボット制御など、さまざまな問題に適用されるようになったが、
一般に大域的な最適解を求めることができないという弱点があった。これに対して、1992年に提案された
カーネル学習器SVM（Support Vector Machine）5）は、階層性を持たず、容易に大域的な最適解を求め
ることができることから注目され、その利用が広がった。
ここからさらに衝撃的な精度向上をもたらしたのが、Geoffrey Hintonらが発表した深層学習（Deep 

Learning）6）-8）である。これは、層の数が多い、すなわち、深い層のニューラルネットワーク（Deep 
Neural Network：DNN）を学習させる手法であり、特徴抽出の自動化も可能にした。その前身として、
1979年に福島邦彦が発表したネオコグニトロン9）がある。畳み込み層とプーリング層の組を複数積み重ねる
ことで、パターンの局所変動に頑健になることが示されていた。1989年にYann LeCunが発表した畳み込み
ニューラルネットワークCNN（Convolutional Neural Network）10）では、それを誤差逆伝播法で最適化
している。しかし、ネットワーク構造が深くなると勾配消失や勾配爆発が起こり、学習が進まなくなったり不
安定になったりする問題が生じた。この問題は、活性化関数や正則化の工夫、勾配クリッピングなどで改善
された。加えて、GPUを用いた学習実装の工夫も行われ、その結果、深層学習は、2012年の画像認識コン
ペティションILSVRC（ImageNet Large Scale Visual Recognition Challenge）において、エラー率を
一気に10%以上改善するという衝撃的な精度向上を示して大きく注目され、第3次AIブームを牽引する技術
となった3。

その後も深層学習の改良・拡張が活発に行われている11）, 12）。 CNNは画像データ（2次元近傍の相関が
強い）を扱うのに適したニューラルネットワークモデルである。このCNNの多層化を大きく進めたのは、入
力データから出力への変換を学習するのではなく残差を学習するResNet（Residual Network）13）である。
ResNetは、迂回路を含むネットワーク構造を持ち、階層を深くしても効率よく学習が行える。

一方、自然言語テキスト・音声のような時系列データを扱いやすいニューラルネットワークモデルとして、
回帰型の構造を持つRNN（Recurrent Neural Network）が考案された。RNNは過去の入力の影響を受
ける構造を持つが、長期的影響と短期的影響を区別しないのに対して、長期の依存関係をモデルに取り込ん
だLSTM（Long Short-Term Memory）ネットワークも考案された。
その後、自然言語における長距離依存関係を扱うのに適したアテンション（Attention）機構が考案され、

さらに、アテンション機構のみを用いたトランスフォーマー（Transformer）と呼ばれる多層ニューラルネッ
トワークが自然言語処理の主流になり、次いで画像処理・パターン認識にもトランスフォーマーが用いられる
ようになった。さらに、多層ニューラルネットワークを用いてデータの生成過程をモデル化する深層生成モデ
ルや、強化学習に深層学習を組み合わせた深層強化学習といった拡張も行われ、これらの研究開発・応用が
特に活発に取り組まれるようになった。トランスフォーマー以降の技術詳細については、以降の節にて取り上
げる。

3.1.2	 パターン認識研究の変遷
（1）基本的な処理

パターン認識の基本的な処理は、観測、前処理、特徴抽出、識別から成る14）。観測は、カメラなどを通して、
実世界の事象を処理可能なデータに変換する処理である。実世界は3次元立体であるが、カメラで撮影され
るデータは2次元平面のため、被写体の姿勢変動や照明変動の影響で被写体の見えが大きく変化する。セン
サーの併用など、隠れ（オクルージョン）の発生への対処が課題として検討されている。前処理は、以降の

3	  「深層学習の父たち」と呼ばれるGeoffrey Hinton、Yann LeCun、Yoshua Bengioは、2018年度ACM（Association for 
Computing Machinery）チューリング賞を受賞した。 Geoffrey Hintonは「人工ニューラルネットワークによる機械学習を
可能にする基礎的な発見と発明」の業績によって、John Hopfieldとともに2024年ノーベル物理学賞を受賞した。
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処理にかかる演算量を軽減するための処理であり、具体的にはデータの正規化やノイズの除去が行われる。
不明瞭な領域の鮮鋭化、霧などを除去するデヘイズ処理、画像の解像度を上げる超解像処理などの画像処理
技術も開発されている。特徴抽出は、前処理後の画像・映像から識別に有効な特徴を抽出する処理である。
局所フィルターを用いたエッジやコーナーなどの画像特徴抽出、識別に有効な特徴の組み合わせを選ぶ特徴
選択、識別に有効な特徴への特徴変換などが行われる。識別は、得られた多数の特徴値を多次元特徴ベクト
ルとみなし、あらかじめ設定したクラス（あるいはカテゴリー）に分類する処理である。クラスは目的に応じ
て人間が設定するものであり、例えば、人物と車両を識別する場合は、それぞれが一つのクラスとして設定さ
れ、顔認証の場合は、人物一人一人を識別する必要があるため、それぞれが一つのクラスとして設定される。

観測と前処理は、専門家がこれまでの経験に基づき、目的に応じて設計している。識別は、テンプレート
マッチングと呼ばれる単純な手法から機械学習で自動設計する手法に移行した。特徴抽出は、従来、専門家
が経験に基づいて設計するのが一般的であったが、深層学習によって、特徴抽出と識別を合わせて自動設計
できるようになった。

（2）深層学習による画像認識の発展
画像認識において深層学習の導入が進むことになったきっかけは、2012年のILSVRCである。ILSVRCは

大規模画像データセットImageNetを用いた画像認識コンペティションである4。前述のように、Hintonらは
一般物体認識タスクで1位を獲得した。しかも、従来法がエラー率26%だったのに対してエラー率17%と、
深層学習の適用によって一気に約10%もの飛躍的な精度向上を達成し、画像認識・機械学習の研究者らに
衝撃を与えた。その後、深層学習はさらに改良と多層化が進み、2015年には人間レベルの精度（5.1%）を
超えて、エラー率3.57%となった。2016年に2.99%、2017年に2.25%とさらに改善されつつも、精度はほ
ぼ飽和状態に至った。なお、2015年以降は中国勢が1位を取っている。

一般物体認識は画像に映っている物体を識別するタスクであるが、物体の識別だけでなく、物体の位置を
推定する技術へと発展した15）。物体の位置推定技術は、まず、物体の領域を粗く矩形（バウンディングボッ
クス）として捉える物体検出タスクで、次いで、物体の形状をピクセル単位で捉えるセグメンテーションタス
クで取り組まれた。監視・計数・追跡などの目的では物体検出が処理速度面で適するが、自動運転・ロボッ
ト把持・医療画像解析などの応用ではセグメンテーションによる形状把握が必要である。

物体検出技術は、2014年に物体の候補領域を抽出する処理とCNNを統合したRegional CNN
（R-CNN）16）が提案されたのをきっかけに、2015年にFast R-CNN17）、Faster R-CNN18）と高速化が進ん
だ。2016年には、画像をグリッドに区切った領域をもとに物体を抽出するSSD（Single Shot MultiBox 
Detector）19）、YOLO（You Only Look Once）が提案され、さらなる高速化と高精度化が進んでいる。こ
れまでは十数種類の物体の検出・識別するモデルが多かったのに対し、2017年に提案されたYOLO 
900020）は、9000種類の物体の検出・識別が可能である。さらに、画像だけでなく映像へも対象を広げ、
事前学習済みの物体に限らない物体検出を可能にする技術へと発展した。
セグメンテーション技術も、同時期に取り組みが始まり、CNNを畳み込み中心の密な予測へ拡張したFCN

（Fully Convolutional Network）21）を起点に、U-Net22）やDeepLab23）系列によって精度向上が図られた。
一方、検出とセグメンテーションを統合して、個体ごとの形状を出力するインスタンスセグメンテーションへの
取り組みが進んだ。検出器にマスク推定を組み込んだMask R-CNN24）（2017年ごろ）が、その代表的枠組
みとして挙げられる。2020年以降は、トランスフォーマー系の表現学習や大規模事前学習の流れと結びつき、
2023年に公開されたSegment Anything Model（SAM）25）は、物体領域アノテーション付きの10億枚

4	 ImageNetは、スタンフォード大学のFei-Fei Liらによって構築され、1400万枚の画像データが集められている。ILSVRCでは、
タスクによって、この部分データが用いられた。
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以上の画像で事前学習されており、追加学習なしに、画像や映像から任意の物体の領域を検出することがで
きる。物体の中心点や境界線あるいは自由テキストなどをプロンプトとして与えることで、検出対象の物体を
指定することができるなど、セグメンテーションの汎用化・利用容易性が大きく進展した。

（3）深層学習による音声認識の発展
音声認識においても、2010年代半ば以降、深層学習の導入が進んだ26）。まず、それまで主流だった混合

ガウス分布（Gaussian Mixture Model：GMM）と隠れマルコフモデル（Hidden Markov Model：
HMM）を用いたGMM-HMM方式から、深層ニューラルネットワーク（DNN）を音響モデルに用いる
DNN-HMMに移行した。さらにLSTMなどの系列モデルが導入され、時間文脈を捉える能力が向上し、雑
音環境や話者差に対する頑健性が改善した。この段階までは、発音辞書と言語モデルを含む従来のパイプラ
イン構造を維持しつつ、性能上のボトルネックだった音響モデル部分をニューラル化することで全体性能を押
し上げたというものである。

2010年代後半になると、既存パイプラインは維持せず、End-to-End化へと転ずる27）。学習によって、音
声と文字列の対応付け（アライメント）を直接最適化する枠組みとして、CTC（Connectionist Temporal 
Classification）やRNN-T（RNN-Transducer）が用いられるようになった。特にRNN-Tは逐次処理に適
しており、ストリーミング音声認識などリアルタイム応答を要する利用形態と親和性が高い。並行して、アテ
ンション機構・トランスフォーマーが導入され、長距離依存関係を含む表現学習が強化された。

さらに2019年・2020年前後には、wav2vec 2.028）に代表される自己教師あり学習が登場し、大量のラ
ベルなし音声から汎用的な音声表現を事前学習し、少量のラベルで高精度化するアプローチが主流になった。
これによって、ラベル付きデータの収集・整備に強く依存していた従来の改善プロセスが、大規模データによ
る事前学習を軸としたスケーリング則に沿った方向に転じた。その後さらに、自己教師あり学習の改良
（HuBERT29）、WavLM30））やインターネット上の質は低いが大量のデータを用いた弱教師あり学習
（Whisper31））などが進んでいる。

（4）さらなる展開へ
深層学習が注目される以前に実用化されていた文字認識・音声認識・顔認証などのパターン認識技術も、

深層学習を用いた方式に置き換わった。併せて、3.1.1で述べたように、深層学習の方式はCNN型からトラ
ンスフォーマー型への移行が進んだ。また、より詳細に人物を捉えるパターン認識技術として、人の頭・肩・
腰・足・膝・肘といったパーツを検出し、それらの位置関係から姿勢を推定する技術（OpenPose32））、顔
の表情や声の調子から人の感情を推定する技術33）、離れた場所のカメラ映像から人の視線の向きを推定する
技術（遠隔視線推定技術）34）なども開発されている。
ここまで、認識・識別系の技術発展について述べてきたが、上記SAMで言及したように、2020年ごろか

ら生成系の技術発展・応用が大きく広がることになる。その詳細は3.1.4や3.1.5で述べる。

3.1.3	 自然言語処理研究の変遷
現在の自然言語処理は、パターン認識と同様に、深層学習ベースの方式が主流であるが、それ以前のルー

ルベースの方式から現在に至る変遷について示す。

（1）自然言語解析技術の発展（～2017年ごろ）
自然言語処理技術において共通的に必要とされる基礎技術はコンピューターによる自然言語解析であり、

形態素解析（単語分割や品詞認定）、構文・係り受け解析、文脈・意味解析（語義の曖昧性解消や照応解
析を含む）というステップで、より深い解析への取り組みが進められた。そのアプローチは、黎明期の1950
年代から1990年代ごろまで、人間が記述した辞書・文法を用いるルールベース方式が主流だった。しかし、
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大量のテキストデータが利用可能になったことや、機械学習技術が大幅に進化したことから、徐々に統計的な
方式、機械学習を用いた方式に主流が移った。適用される機械学習技術は、ナイーブベイズに始まり、2010
年ごろにはSVM（Support Vector Machine）が主流となったが、2014年ごろからはニューラルネットワー
クによる機械学習、特に深層学習が盛んに適用されるようになった35）-37）。
このような技術発展は特に機械翻訳への取り組みによって牽引されてきた。機械翻訳方式は当初のルール

ベース機械翻訳（Rule-Based Machine Translation：RBMT）から、1990年代に大規模な対訳コーパス（元
言語のテキストとターゲット言語のテキストを対にしたもの）と機械学習技術を用いた統計的機械翻訳

（Statistical Machine Translation：SMT）に主流が移った。 SMTの精度改善に頭打ちが見えてきた
2010年代に、ニューラル機械翻訳（Neural Machine Translation：NMT）36）, 38）が考案され、顕著な精
度改善がもたらされた。 SMTからNMTへの移行は、SMTで用いていた統計処理・機械学習のパートを単
純に深層学習に置き換えたものではなく、機械翻訳のパラダイムを大きく転換させたものである。 SMTでは、
機械翻訳のプロセスを多段階に分け、各段階の処理モデルを統計的にチューニングして組み合わせていたの
に対して、NMTでは、入力原文から翻訳結果の出力までを一つのニューラルネットワーク構造（Seq2Seq
モデル）として扱い、End-to-Endの最適化を行う。
その際、自然言語の単語系列をニューラルネットワークで扱うため、意味の分散表現5が用いられる。これ

は単語・句・文・段落などの意味を固定長ベクトル（実際には数百次元程度）で表現したものである39）, 40）。
大量テキストにおける文脈類似性に基づき、ニューラルネットワークを用いて分散表現を高速に計算する
Word2Vecが2013年に公開され、自然言語処理の基本的な手法として広く使われるようになった。それま
で使われていたBag-of-Words形式（N次元のうちの1要素だけの値が「1」というOne-Hotベクトル）と
異なり、分散表現はベクトル計算によって単語や文の意味の合成・分解や類似度計算が可能である。例えば、
分散表現を用いると、「king」－「man」＋「woman」＝「queen」のような意味のベクトル計算が近似
的に可能になる。従来の記号処理は厳密な論理演算をベースとした固いものだったが、分散表現を用いるこ
とで曖昧な条件を許した柔らかい演算が可能になった。

この分散表現とSeq2Seqモデルを用いてEnd-to-Endで最適化するアプローチは、
　　入力系列（End）→［エンコーダー］→分散表現→［デコーダー］→出力系列（End）

という流れになる。このような系列変換は、機械翻訳だけでなく、質問応答、対話、情報要約、画像・映像
に対する説明文生成など、自然言語処理のさまざまな応用に使われるようになった。

（2）大規模テキスト活用・知識活用の発展
テキスト検索は、コンピューターの処理性能が乏しかった時代、事前に人手で各テキストに付与したキー

ワードを索引に用いるしかなかったが、1990年代以降、コンピューターの性能向上、並列処理技術の発展、
ストレージの大容量化などが進み、フルテキストサーチ（全文検索）方式に主流が移った。急激に大規模化
したWebサーチエンジンが、その代表であるが、クエリーのキーワードとWebのフルテキストの単純なマッ
チングでは高い検索精度が得られないことから、Webページ間の被リンク関係やアンカー文字列（リンク元
テキスト）を考慮した検索結果のランキング法（ページランク）や、利用者の嗜好や目的に応じた適合ページ
の選別法など、さまざまな観点からWeb 検索の精度を高める技術が開発された。また、大規模なWebを解

5	 分散表現（Distributed Representation）は、ニューラルネットワーク研究の分野では局所表現（Local Representation）
に対する概念として考えられた。一方、自然言語処理研究においても、単語の意味を扱う方法論として分布仮説（Distributional 
Hypothesis）があり、これら両面が融合したものと考えられている39）。自然言語に限らず、なんらかの離散的な対象物の表現
方法として、局所表現や分散表現を用いることができる。局所表現はone-hot ベクトルのように一つないしは少数の要素で特徴
を表現するのに対して、分散表現は多数の要素に特徴を分散させて表現する。また、埋め込み（Embeddings）という言い方
も用いられる。たとえばDistributed Representation of Words とWord Embeddings は同義である。
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析・検索するため、大規模自然言語テキストを解析・検索するための分散・並列処理、文字列の圧縮・索引
処理などの技術が急速に発展した41）。Webサーチエンジンは幅広い一般利用者向けのアプリケーションとし
て発展したが、インターネット上の多様な情報や企業内の大量文書から評判・意見、注目事象、傾向変化な
どを抽出し、企業経営、マーケティング、リンク管理などに活用するテキストマイニング・Webマイニングと
呼ばれる技術・アプリケーションも開発が進んだ41）, 42）。
さらにその発展として、大量のテキスト情報を知識源として用いる質問応答システムがある。代表的なシス

テムとしてIBMのWatson43）が挙げられる。Watsonは、大量テキスト情報を知識源として自然言語で書か
れた質問に回答する技術を中核とし、2011年に米国の人気クイズ番組「Jeopardy!」で人間のクイズ王に
勝利するというグランドチャレンジに成功した。国内では、情報通信研究機構（NICT）が、大規模なWeb
情報をもとに、自然言語による「なに？（いつ/どこ/だれ）」「なぜ？」「どうなる？」「それなに？」という4タイ
プの質問に回答するシステムWISDOM Xを開発・公開した。このような応用も、その後、ニューラルネット
ワークをベースとした方式に移行していく。

（3）トランスフォーマーと自己教師あり学習（2017年～）
3.1.1で述べたように、自然言語処理には、当初、時系列情報を扱うのに適したRNNやLSTMが用いられ

た39）, 44）。これを用いた系列変換（Seq2Seq）の際に、ニューラルネットワーク中のどの部分（特定の単語
など）に注目するかを動的に決定するアテンション機構が考案され、出力系列生成の品質向上につながった。
アテンションのアイデアは最初、機械翻訳に導入されたが、その後、自然言語処理全般で（さらには画像処
理にも）用いられるようになる。
このアテンション機構を最大限に生かした新しい深層学習モデルとして、2017年にトランスフォーマー

（Transformer）がGoogleから発表された45）。トランスフォーマーは、RNNやCNNを使わずに、アテンショ
ン機構6のみで構成した深層学習モデルである。並列処理しやすく（長文を除けば7）訓練時間を短縮でき、複
数の言語現象を効率よく扱えて、文章中の長距離の依存関係も考慮しやすいといった特長を持ち、機械翻訳
や自然言語の意味理解タスクなどのベンチマークでも従来を上回る性能が示された8。
このようなニューラルネット自然言語処理44）で高い精度を達成するには、大量の訓練データが必要だが、

さまざまなタスクのおのおのについて大量の訓練データを用意することは容易なことではない。この問題に対
して、2018年にELMo46）、GPT（初代GPT-1）47）、BERT48）が発表され、さまざまなタスクに共通的な汎
用性の高いモデルを、大量のラベルなしデータで事前学習（Pre-Training）しておき、それをベースに個別
のタスクごとに少量のラベル付きデータで追加学習（Fine Tuning）して転移するというアプローチが、自然
言語処理においてスタンダードになる。ELMoはトランスフォーマーではなく、双方向LSTMだが、文脈を考
慮した表現を事前学習して転移するというアプローチが活発化するきっかけとなった。GPTとBERTはトラン
スフォーマー型だが、GPTはデコーダーのみ、BERTはエンコーダーのみの構造を採っている。

BERTでは、ラベルなしの大量テキストデータで事前学習を行うために、MLM（Masked Language 

6	 アテンション機構には大きく分けると、Self-AttentionとSource-Target-Attentionという2種類がある。アテンションを求め
る際に、Self-Attentionは対象文中の情報から重み（ウェイト）を計算し、Source-Target-Attentionは別文中の情報から重
みを計算する。トランスフォーマーでは、Self-Attention機構をマルチヘッドで動かすことで、複数の言語現象を並列に効率良
く学習できるようにしている。

7	 トランスフォーマーの計算量は、文章の長さの2乗で増加するため。

8	 3.1.2で述べたように、深層学習はまず画像認識・音声認識の分野に適用され、衝撃的な性能向上がもたらされた。自然言語
処理の分野では、そのような性能向上はすぐにはもたらされなかったが、少し遅れて、ここで述べたようなトランスフォーマー
などの新技術が生み出され、自然言語処理においても著しい進展がもたらされた。
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Model）が導入された9。MLMはもとのテキストに対して複数箇所をマスクし（隠し）、穴埋め問題のように
マスク箇所を当てるというタスクを、大量テキストデータで訓練するというものである。もとのテキストから穴
埋め問題の答えは分かるので、このタスクは実質的に教師あり学習として訓練できる。これが自然言語処理に
おける「自己教師あり学習」（Self-Supervised Learning）の代表的な成功例として定着した。以降、BERT
を改良・拡張したモデルが次々に考案され、GLUE（General Language Understanding Evaluation）、
SQuAD（Stanford Question Answering Dataset）などの自然言語処理ベンチマークの最高スコアが次々
に更新された。

GPTでは、後続単語を予測するという自己回帰型の自己教師あり学習が導入された。2018年ごろの自然
言語処理は、分類・抽出など識別系タスクへの取り組みが主流だったので、BERTの改良・拡張が活発化し
たが、GPTのアプローチは生成系タスクに適しており、2020年のGPT-3以降、大きく注目されることになる。

3.1.4	 画像生成 AI の発展
（1）画像系のトランスフォーマーと自己教師あり学習

3.1.2で述べたように、画像認識などのパターン認識に用いられる深層学習のアーキテクチャーは、従来主
流だったCNN 型からトランスフォーマー型へと移行が進んだ。それまでトランスフォーマーで扱っていた自
然言語処理では単語（分散表現ベクトル）の系列を入力としたので、2020年に発表されたビジョントランス
フォーマー（Vision Transformer：ViT）49）では、画像を重なり合わないパッチに分割し、各パッチに位置
符号を加えたものをベクトル化して入力系列とすることで、同様に処理できるようにした。ViTでは、それま
でCNNで達成されていたスコアを上回り、かつ、計算コストも1桁少なくて済んだことが示され、その後、
ViTのさまざまな派生方式が開発された50）。
また、トランスフォーマーを含めて深層学習で高い精度を得るためには大量の教師データ（教師あり学習の

ためのラベル付き訓練データ）が必要だが、それを大量に準備することは容易ではない。そこで、半教師あ
り学習（Semi-Supervised Learning）、弱教師あり学習（Weakly Supervised Learning）、能動学習
（Active Learning）、転移学習（Transfer Learning）、ドメイン適応（Domain Adaptation）、データ合
成（シミュレーションなどを利用）やデータ拡張（Data Augmentation）などが試みられてきたが、特に大
きな効果を示し、活用が広がっているのが、自己教師あり学習（Self-Supervised Learning）である。

自然言語処理分野では3.1.3（3）で述べたMLMが代表的な手法として知られているが、画像系のトラン
スフォーマーで用いられている自己教師あり学習の手法は、主に対照学習（Contrastive Learning）51）と
MAE（Masked Autoencoder）52）である。対照学習では、画像データに各種変換をかけることで、訓練デー
タ量を水増し（Data Augmentation）する。そして、同じ画像に異なる変換をした画像同士を一致させる
類似度を最大化しつつ、違う画像に異なる変換をした画像同士を一致させる類似度を最小化するように訓練
を行う。これによって、教師あり学習と遜色ない認識精度が得られると報告されている。一方、MAEは、自
然言語の場合と同様に、画像においてもマスクをかけて、その部分を推定する穴埋めタスクの学習を行う。

（2）深層生成モデル
機械学習でクラス分類を解くための手法には識別モデルと生成モデルがある。識別モデルはデータの属す

るクラスを同定するが、そのデータがどのように生成されたかは考えない。一方、生成モデルはデータがどの
ように生成されたか、その過程までモデル化する。深層学習に関して、前述のCNNなどは識別モデルである
が、生成モデルにおいても著しい進展があった。深層生成モデル53）（深層学習の生成モデル）の主なものとし

9	 より詳細には、MLMとともに、NSP（Next Sentence Prediction）がBERTに導入された。 NSPは二つの文が連続する文
かどうかを判定するタスクを学習するものである。
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て、GAN（Generative Adversarial Networks：敵対的生成ネットワーク）54）、VAE（Variational 
Autoencoder：変分自己符号化器）55）、フローベースモデル（Flow-Based Generative Model）56）、拡散
モデル（Diffusion Model）57）-59）がある。

GANは、2014年にIan J. Goodfellowによって発明され、従来の生成モデルではできなかった高精細な
画像を生成できることから、大いに注目された。GANは、生成器Gと識別器Dから構成され、Dは訓練デー
タとGが生成したデータを識別するように訓練され、GはDが間違えてしまうような訓練データに類似した画
像を生成するように訓練される。GANは、敵対的なコスト関数を最適化するため、学習の安定性が課題とさ
れた。性能改良・機能追加や応用開発が進み、GANのさまざまなバリエーションが生まれている53）。

VAEは、自己符号化器（Autoencoder）と呼ばれるニューラルネットワークを用いた深層生成モデルであ
る。自己符号化器は、入力層に入ったデータが隠れ層で潜在表現に圧縮された後、出力層で入力データが復
元されるように構成したニューラルネットワークである。VAEは、その隠れ層に確率モデルを導入し、潜在変
数を学習された確率モデルからサンプルしてデコーダーに入力することで、訓練データと類似しつつも異なる
データを生成する。当初はGANほど高精細な画像は生成できなかったが、さまざまな改良が加えられ、十分
高精細な画像が生成できるようになってきている。
フローベースモデルは、正規化フローという可逆な変換を用いて、確率分布を明示的にモデル化することに

よって、単純な分布を段階的に変形して複雑なデータ分布に近づける生成モデルである。学習後はその変換
を逆にたどることで、複雑な分布に従う新しいサンプルを生成できる。

拡散モデルは、元データに少しずつノイズを加えていって最後には完全なノイズになるというプロセスが考
えられるとき、その逆プロセスをモデル化して、データ生成に用いる。学習に要する計算コストが比較的大き
くなるが、学習が安定し、生成結果の品質が高いことから注目が高まり、画像生成を中心に活用が広がって
いる。

深層生成モデルを用いることで、架空の人物顔を生成したり、ゴッホ風やレンブラント風など指定した画風
に絵を変換したり、幻想的な絵や抽象画風の絵を生成したり、ラフスケッチを写実的な絵に変換したり、自動
着色したりと、さまざまなアプリケーションが開発された。

（3）画像生成AIの登場・普及
さらに、テキストから画像を生成する画像生成AI（Text-to-Image）が、2022年前後に登場し、一般利

用者にも広く使われるようになった。簡単な文を与えるだけで、まるでプロが描いたようなテイストの画像が
生成される。特にインターネット上で使える形でMidjourneyやStable Diffusionといったサービスが提供
されたことが、利用者の急増や派生サービスの拡大につながった。
このText-to-Image生成が注目されるきっかけとなったのは、OpenAIから2021年1月に公開された

DALL-E60）である。この初代DALL·Eは画像を離散VAEでトークン化し、トランスフォーマーでテキストトー
クンと画像トークンを合わせて自己回帰的に生成することで、Text-to-Image生成を実現した。続いて公開
されたDALL-E261）では、画像とテキストの共通埋め込み空間を作る表現学習モデルCLIPを用いて、テキス
トを埋め込み表現にし、その表現からCLIP画像埋め込み（画像の意味表現）を推定し、その埋め込みに整
合する画像を拡散モデルを用いて生成する。CLIPは、大量の画像とキャプションテキストのペアをもとに、
画像エンコーダーとテキストエンコーダーにより、画像とテキストを同じ埋め込み空間に写し、対応する画像
と文ペアが近く、対応しないペアが遠くなるように学習する対照学習を用いて作られた。また、Googleは
2022年から2023年にかけて、拡散モデルのImagen62）、自己回帰モデルのPar t i（Pathways 
Autoregressive Text-to-Image model）63）、トランスフォーマーモデルのMuse64）という複数通りの方式
でText-to-Image生成を発表した。なお、高品質な画像生成を可能にするため、大量データから大規模モ
デルを学習することが必要になっており、モデルのパラメーター規模は、DALL-Eが120億個、DALL-E2が
55億個、Imagenが76億個、Partiが200億個、Museが30億個ということだった（当時）。
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画像生成AIは2021年から2023年にかけて、Midjourney、Stable Diffusion、DALL-E、Adobe 
Fireflyなどをはじめ、さまざまなツールやサービスが開発され、一般利用が広がった。拡散モデルが主流と
なっている。テキスト（プロンプト）から画像を生成する基本機能に加えて、サンプル画像をもとにした画像
生成や、生成された画像の部分修正など、用途や狙いに応じた画像が簡単な操作で作れるように改良が進め
られた。特に、大規模な事前学習済みのモデルを比較的少量のデータでファインチューニングする手法LoRA
（Low-Rank Adaptation）65）は、絵柄、キャラクター、ポーズなどをカスタマイズするために盛んに利用さ
れている。
さらに、2025年8月にGoogleが発表したNano Banana（Gemini 2.5 Flash Image）は、プロンプト

から画像を生成できるだけでなく、対話形式での精密な部分修正やオブジェクトの除去、複数画像の合成、
アングルの変更、さらには時間軸を考慮した展開推定までを、プロンプト一つで可能にした。11月には上位
モデルNano Banana Proも発表され、最大4Kの高解像度出力や、これまで困難だった画像内の正確な日
本語タイポグラフィ生成、Google検索と連動した情報の視覚化にも対応した。特に、複数シーンにわたるキャ
ラクターや対象物の一貫性も高い品質で維持されると話題になっている。

（4）動画生成AI
さらに、2024年2月にOpenAIが発表したSoraは、テキスト（プロンプト）から非常に高品質な動画を

生成できることを示した66）。画像生成AIと比べて動画生成AIは、連続的な動きの中で対象物の一貫性が保
たれる必要があることや、軌跡や反射・映り込みが物理法則や自然現象に沿ったものであることなど、格段
に難度が高い。そのような観点からSoraによる動画生成例は高い品質を示し、話題となった。Googleも
2024年5月にVeoという動画生成AIを発表し、2025年7月に公開された最新版のVeo 3では、プロンプト
から映像を生成できるだけでなく、セリフ、効果音、環境音、音楽などを含む音の同期生成も統合された動
画生成が実現された。さらにOpenAIは、2025年9月末にSora 2を発表し、Veo 3と同様にセリフなどの
音の同期生成を実現したほか、高い写実性・一貫性、および、自分や友人を動画に登場させる機能も提供した。
動画生成AIは、Runway、Dream Machine、Stable Videoなども参入しており、急速に生成品質・機能
を高め、まだ短尺ながら活用が広がりつつある。技術面では、拡散モデルとトランスフォーマーを組み合わせ
ることで、スケールアップ、マルチモーダル統合、高品質化を可能にした潜在拡散トランスフォーマー（Latent 
Diffusion Transformer）67）, 68）が開発されている。

3.1.5	 大規模言語モデル・基盤モデル
（1）スケーリング則と文脈内学習

3.1.3（3）で述べたように、2018年にGoogleがBERT（パラメーター数3.4億個10）を発表して以降、
MLMなどの自己教師あり学習の活用が活発になり、言語モデルの大規模化が進んだ。2020年にOpenAI
から発表されたスケーリング則（Scaling Law）69）は、このような言語モデルの大規模化の傾向をさらに加
速した。スケーリング則は、計算リソース、訓練（学習）データ規模、モデル規模（モデルのパラメーター数）
という3変数を大規模化するほど精度が高まるという経験則11である。2020年5月にOpenAIが発表した
GPT-370）は、事前学習に45TBのデータを用い、モデルのパラメーター数は1750億個、2021年10月に
MicrosoftとNVIDIAが発表したMT-NLG（Megatron-Turing Natural Language Generation）71）のパ
ラメーター数は5300億個、2022年4月にGoogleが発表したPaLM（Pathways Language Model）72）

10	 BERT、GPT-3をはじめ、各AIモデルではパラメーター数の異なる複数のモデルが作られることが多いが、本稿中でのパラメー
ター数の比較は、各AIモデルの最も規模の大きいモデルをもとに記載している。

11	 より正確な説明としては、計算量・モデル規模・学習データ量の拡大に伴い、事前学習損失が経験的に規則的（しばしばべき則）
に改善すること、および、計算量制約下でモデル規模とデータ量に最適配分が存在することを示した経験則である。
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のパラメーター数は5400億個に及んだ。これらは「大規模言語モデル」（Large Language Model：LLM）
と呼ばれる。その後、さまざまな機関でLLM開発が進む73）, 74）とともに、モデル規模はさらに拡大し、
2024年の大規模AIモデルは1兆パラメーター規模に至っている75）（なお、ChatGPTなどの最先端モデルは
モデル規模などの詳細を公開していないものも多い）。
自己教師あり学習の方式として、BERTでは穴埋め問題型のMLMが用いられたが、GPT-3では後続の系

列を予測する自己回帰型の自己教師あり学習が用いられた。GPT-3は、テキスト（プロンプト）を入力すると、
それに続き得るテキストを出力する。例えば、例示した文に続けてブログや小説を生成したり、さまざまな質
問文に対して回答を生成したり、簡単な機能説明文からプログラムコードやHTMLコードを生成したりといっ
た例が示された。GPT-3では、追加学習なしに少数の例示だけで、さまざまな自然言語処理タスクに対応で
きる。大規模言語モデル自体のパラメーターを変更することなく、プロンプトの記述によって個別のタスクに
適応させることが可能で、文脈内学習（In-context Learning、One-Shot/Few-Shot学習）と呼ばれている。
扱えるプロンプト長（コンテキスト長）は、当初、数千トークン程度だったが、最近は数十万～百万トークン
級の長文コンテキスト処理76）, 77）が可能になっている（例えばGoogle Gemini 1.5は100万トークンのコン
テキストを扱える）。

（2）生成AIと基盤モデル
OpenAIは、GPT-3を発展させたChatGPTを、2022年11月末に公開した。GPT-3の改良版である

GPT-3.5をベースとし、人間の意図や価値観に合致し、自然で有用な応答をするようにアライメントして公開
された（InstructGPT78））。チャットという分かりやすいインターフェースを介して、さまざまな用途に自然言
語で応えることが可能なことから、幅広く大きな話題になり、史上最速（当時）2カ月でアクティブ利用者数
が1億人を突破した。2016年にMicrosoftが公開したチャットボットTayが、悪意を持った利用者からの、
ある種の調教によって、倫理的に不適切な応答をするようになってしまい、わずか1日で公開停止に至った事
件があったが、ChatGPTではその対策として、模範応答に適合させる教師ありファインチューニング

（Supervised Fine Tuning：SFT）と、人間のフィードバックを用いた強化学習（Reinforcement 
Learning from Human Feedback：RLHF）による事後学習が行われた。RLHF12では、複数通りの応答
を人間が比較・順位付けした結果から報酬モデルを学習する選好学習の後、その報酬モデルを用いた強化学
習により、生成モデルを最適化する。なお、前段のSFTステップは「指示チューニング（Instruction 
Tuning）」、後段のRLHFステップは「選好最適化（Preference Optimization）」と呼ばれる。

ChatGPTは、利用者からの自然言語による問いかけ（プロンプト）に対して、まるで人間のような自然な応
答や、専門的な知識やスキルを持ったような応答を返す。3.1.2や3.1.3で述べたような、識別モデルを基本と
した目的特化型AIに対して、ChatGPTのようなAIは、「生成AI」（Generative AI）と呼ばれるようになった。

ChatGPTのような生成AIは、言語・テキストをベースとしたトランスフォーマー型の大規模言語モデル
（LLM）をベースとしているが、その中で用いられる「意味の分散表現ベクトル」は、テキストデータだけで
なく、画像・映像・音声などの異なるデータタイプにも適用でき、マルチモーダル処理へ自然に拡張できる。
つまり、生成AIへの入力として、テキストだけでなく画像・映像・音声を併用したり、生成AIからの応答と
して、テキストだけでなく画像・映像・音声を出力したりといったことが可能である。

大量かつ多様なデータで訓練され、さまざまな下流タスクに適応できるAIモデルは「基盤モデル」
（Foundation Model）と名付けられた79）。

さまざまなタスクに対応する基盤モデルの初期事例として、Google DeepMindのFlamingo80）や

12	 RLHFのプロセスとして、SFTまで含めたものを指すこともあるようだが（広義のRLHF）、ここではInstrustGPTの論文78）で
意味するもの（狭義のRLHF）に従った。
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Gato81）が挙げられる。2022年4月に発表されたFlamingoは、テキスト・画像・動画を扱うことができ、
Few-Shot学習で新しいタスクに適応できる（パラメーター数は800億個）。例えば、動画（画像の系列）と
テキストのペアを例示して、その後に続くテキストを生成するというようなことが可能である。2022年5月に
発表されたGatoは、一つのモデルで、テキストや画像の生成・出力から動作の生成・制御まで、さまざまな
タスクを扱うことができる（604種類のタスクの実行例を学習、パラメーター数は12億個）。具体的には、ビ
デオゲームをプレーしたり、チャットをしたり、文章を書いたり、画像にキャプションを付けたり、ロボットアー
ムを制御してブロックを並べ替えたりすることができる。個々のタスクについては必ずしもトップ性能とは言え
ないものがあるが、一つのモデルでこれだけ多種多様なタスクをそこそこの性能で実行した。
このような試みの一方、以下に述べるように、ChatGPTなどメガ生成AIの基盤モデルは、超大規模化と

マルチモーダル化が進み13、一つのモデルでさまざまなタスクを実行できる汎用性が備わっていく。

（3）生成AIの発展
3.1.2で述べたような2010年代の深層学習台頭期は「第3次AIブーム」といわれたのに対して、2022年

以降の生成AIの爆発的普及は「第4次AIブーム」14や「AIの大衆化」ともいわれる。「第4次AIブーム」に
着火したのはOpenAIのChatGPTだが、それを追って、Googleなどビッグテック企業が生成AI開発に参
入した。

OpenAIのChatGPTは、2022年11月末に登場した時点ではGPT-3.5をベースとしていたが、2023年3
月にはGPT-482）、2024年5月にはGPT-4o83）、2025年2月にはGPT-4.5がリリースされた。さらに、
OpenAIに投資しているMicrosoftは、2023年2月から検索エンジンBingにOpenAIのGPTを組み合わせ
て、チャットとWeb検索を連携させた機能を提供した。GPT自体は、その訓練（学習）に用いたデータ以降
の出来事についての情報を持っていないが、検索エンジンとの組み合わせにより、最新の情報にも対応するこ
とが可能になった。一方、ChatGPTのような対話型生成AIは検索市場を脅かすと見られ、Googleはコー
ドレッドを発して、対話型生成AIの開発を本格化し、Bardを発表した。2023年2月に限定的な試験公開を
行った後、5月に日本語にも対応したBardを一般公開した。 Bardのベースとなる大規模言語モデルは、当
初LaMDAが用いられたが、一般公開時にはPaLM2（2022年4月に発表されたPaLMの性能をさらに高め
たもの）に置き換えられた。その後、2023年12月にはPaLM2の後継モデルとしてGeminiが発表され、
2024年2月にはGeminiモデルの大きなアップデートが行われ、そのタイミングでモデル名だけでなく、生
成AIサービス名もBardからGeminiに変更された。

Geminiモデルはマルチモーダルモデルとして強化された。 OpenAIも2024年5月にGPT-4oとそれを用
いたChatGPT-4oを公開し、マルチモーダル対応が強化された。すなわち、画像生成のために画像生成AI
モデルに切り替えるような操作は必要なく、一つのインターフェースで、テキスト、音声、画像、映像がシー
ムレスに扱われる。その代表的なサービスがChatGPT Voice15で、カメラ、マイク、スピーカーを搭載した
端末（スマートフォンなど）を介して、目の前の状況をカメラで共有しつつ、友人と会話するように（いわば
自然でマルチモーダルなプロンプトで）生成AIとリアルタイムにやり取りすることが可能になった。類似する
機能としてGoogleのGemini Live、MicrosoftのCopilot Voiceなども提供され、メガ生成AIではマルチモー

13	 基盤モデルのバリエーションとして、言語・テキストを中心にしたLLM（Large Language Model）のほか、マルチモーダル
性に着目したLMM（Large Multimodal Model）やVLM（Vision-Language Model）、さらに、ロボット制御などに用い
られるVLA（Vision-Language-Action Model）などがある。

14	 第1次AIブームと第2次AIブームの後には、AIの「冬の時代」が訪れたが、第3次AIブームから第4次AIブームへは「冬の時代」
を経ることなく移行した。

15	 2024年9月に初登場したときは、ChatGPT-4oをベースとして、ChatGPT Advanced Voice Mode（with Video）として提
供された。
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ダル対応は当たり前の機能になった。

（4）推論モデル
大規模言語モデル（LLM）、テキスト主体の生成AIにおけるブレークスルーとして「推論モデル」（Reasoning 

Model）が挙げられる。テキスト主体の生成AIは、膨大な量のテキストで事前学習したLLMを用いることで、
入力テキスト（プロンプト）に続くテキストを確率的に予測するので、当初、計算問題を含む論理的な推論が
苦手だった。
この問題に対して、2024年9月に発表されたOpenAI o1では、プロンプトに対する応答生成時（「学習

フェーズ」に対して「推論フェーズ」と呼ばれる）に多段の推論を行うなど時間をかけることで、論理推論機
能を強化できることを示した。OpenAI o1は、物理学、生物学、化学の問題でPhD（博士号取得者）レベル、
米国数学オリンピック予選の問題で上位500人に相当するスコアを達成したと報告されている84）。その後さら
に、コーディング、数学、科学、視覚的タスクなどで性能を高めたo3/o4モデルがOpenAIから発表16され
たほか、2024年12月にGoogleからGemini 2.0 Flash Thinking、2025年1月に中国のDeepSeek（深
度求索）からDeepSeek-R1が発表されるなど、推論モデルへの参入が相次いだ。

推論モデルにつながる基礎的なアイデアとして、Chain of Thought（CoT、思考の連鎖）85）が知られて
いる。これはプロンプトとして、問題に加えて「Let’s think step by step.」のようなフレーズも与え、問題
を解くための推論ステップを明示させると、論理的な推論を必要とする問題に対する解答精度が向上するとい
うものである。このCoTのアイデアをさらに発展させたものとして、Self-Consistency（SC、自己一貫
性）86）とTree of Thoughts（ToT、思考の木）87）がある。 SCは、CoTを複数回生成させ、異なる思考経
路を多数決的に集約することで、推論の信頼性、解答の一貫性を向上させた。ToTは、推論過程を直線的な

「連鎖」ではなく分岐を伴う「木構造」として扱い、探索アルゴリズムによって有望な経路を選択・統合する。
探索やバックトラックを可能にすることで、より複雑で長期的な推論問題に対応できるようになった。これら
CoT、SC、ToTのような着想が推論モデルにつながったものと考えられる17。

（5）学習の多段化、自己改善
LLMの学習フェーズは当初、ChatGPTで行われていた通り、自己教師あり学習による大規模事前学習ス

テップと、指示チューニングやRLHFを用いた事後学習から成る2ステップであった。RLHFは学習がやや不
安定で計算コストも高いという問題があり、強化学習を用いず、より直接的な最適化を行う手法DPO（Direct 
Preference Optimization）88）が考案され、RLHFに代わって選好最適化のために使われることが多くなっ
ている。RLHFとDPOは、2通りの応答例のうちどちらが好ましいかというペア比較データを学習に用いる。
それに対して、ある応答例が好ましいか/好ましくないか、という2値ラベル付けデータをもとに最適化する
手法KTO（Kahneman-Tversky Optimization）89）が提案された。
その後、さらに異なる観点からの追加学習・チューニングが行われるようになり、学習フェーズが多段化し

た。特に、前述の推論モデルのためのチューニングは、新たな学習ステップとして研究開発が活発化・発展
している。そこでは、チューニングの際に、前述のCoT、SC、ToTなどの考え方が取り入れられ、質問（プ
ロンプト）に対する回答（応答）の良さだけでなく、そこに至る思考過程の良さも評価される。そこからさらに、
モデルが自ら推論データを合成・検証し、再学習するというループを回す「自己改善」への取り組みも進み
つつある90）。

16	 名称をo2ではなくo3としたのは、o2は商標の問題があったためとのことである。

17	 現在の推論モデルのアルゴリズム詳細は公開されていないが、関連情報から類似する着想が示唆される。
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（6）オープン基盤モデル
OpenAIやGoogleなどの超大規模な最先端モデルは、その詳細な技術情報が非公開とされているが、研

究開発や用途向けカスタマイズのためには、その内容が公開されたオープンモデルが求められる。オープンモ
デルには、オープンソースモデルとオープンウェイトモデルがある。オープンソースモデルは、ソースコード、
学習方法、データ仕様などを公開する18。オープンウェイトモデルは、学習済みモデルのパラメーター（ウェイ
ト）が公開されたモデルを指す。ソースコードや学習データセットは必ずしも公開されない。一般には、公開
されたウェイトを用いて継続学習やファインチューニングが可能であるが、その可否や派生モデルの公開可否
はライセンスによって制限される場合がある。

OpenAIはGPT-2までオープンソースモデルとして公開していたが、2020年5月に発表し、本格的な大規
模基盤モデルとして注目されたGPT-3からは非公開の方針に転じた。これに対して、非営利の草の根的な研
究者集団であるEleutherAIが、GPT-3に匹敵する性能のオープンモデルを開発するために2020年7月に設
立され、2021年3月と6月にGPT-NeoとGPT-Jをオープンウェイトモデルとして公開した。これによりオー
プンモデル化の潮流が形成され、後続する多数のオープンモデル、主にオープンウェイトモデルが開発・提供
されるようになった。

代表的なオープンウェイト基盤モデルとして19、MetaのLlamaが挙げられる。初代は2023年2月に公開さ
れ、2023年7月にLlama 2、2024年4月にLlama 3、2024年7月にLlama 3.1とバージョンアップされて
いる。その後、2024年後半にLlama 3.2/3.3、2025年4月にLlama 4へと発展している。 Llama 4では2
兆パラメーター規模のモデルも構想されているということだが、2025年9月時点ではLlama 3.1の4050億
パラメーター規模のものがLlamaのフラグシップモデルである。当初は、超大規模な基盤モデル・生成AIは
OpenAIやGoogleのようなビッグテック企業でしか開発できないと思われたが、同程度の規模・性能のモデ
ル（少なくともGPT 3.5クラス）は十分キャッチアップ可能なことが示されつつある。また、超大規模なクロー
ズド基盤モデルとオープン基盤モデルとの性能差も縮まりつつある。なお、GoogleやOpenAIもオープンウェ
イトモデルとして、それぞれGemma、gpt-ossを公開している。

また、2025年になって、中国で開発されたオープンウェイト基盤モデルが台頭している。中国はAI分野の
研究開発・ビジネスで米国と並んで2強となり、BAAI（北京智源人工智能研究院）、Baidu（百度）、
Alibaba（阿里巴巴）などで、米国ビッグテック企業のものと遜色のない規模の基盤モデルが開発されていた
が、2024年前半ごろまでは、グローバル市場からあまり注目されていなかった。しかし、2024年12月に公
開されたDeepSeek-V391）、2025年1月に公開されたDeepSeek-R192）（推論モデル）は、6710億個のパ
ラメーターを持つオープンウェイトモデルで、OpenAI 4oやo1に匹敵する性能を、大幅に少ないコストで実
現し、グローバル市場から大きく注目された（米国金融市場にもインパクトを与えた）。中国のオープンウェイ
トモデルは、DeepSeekのほか、AlibabaのQwen、Moonshot AI（月之暗面）のKimiなど、入手・実
装のしやすさから利用が広がりつつある20。一方で、中国国内の公衆向け生成AIサービスは政府規制（価値
観・違法情報規制など）に沿った運用が求められるため、特に政治・歴史などの領域では回答傾向や安全フィ
ルターの影響を受け得る点に留意する必要がある。

（7）国産基盤モデル
国産基盤モデルの開発状況は、中規模モデルの後追い開発となっている。ある程度の規模を持つモデルの

18	 オープンソースの定義はOpen Source Initiative（OSI）で定めている。

19	 画像生成AIでは、Stable Diffusionがオープンソースモデルとして広く使われている。2022年8月に最初のバージョンが公開
され、画像生成AIの一般利用拡大につながった。

20	 ライセンス面の使いやすさもあるが、モデルの規模などによってライセンス条件が異なる点は注意。また、Kimiはもともと
API・アプリケーションとして認知されているが、2025年にKimi K2がオープンウェイトモデルとして公開された。
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開発に比較的早い段階で着手したのは、LINE（現LINEヤフー）と韓国NAVERの共同開発プロジェクトで
ある（HyperCLOVA、2020年11月に発表、2022年には820億パラメーター規模のモデルを開発）。
2022年11月末にChatGPTが登場して以降、2023年には多数の企業・研究機関から中規模モデルの発表
が相次ぎ21、その事業化やより大規模なモデル開発も進んでいる。
また、産業・ビジネス用途だけでなく研究開発のために、大学や国の研究機関においても国産基盤モデル

開発が立ち上がっている。特に国立情報学研究所（NII）を中心としたLLM-jpプロジェクト（LLM勉強会）22

は、大学・企業等から多数の研究者・開発者が参加し、オープンで日本語に強いモデル開発や原理解明に取
り組んでいる。2023年10月にまずは130億パラメーター規模のモデルを公開し、2024年12月には1720
億パラメーター規模（GPT-3級）のモデルを公開した。これらはオープンソース基盤モデルに該当する。
2024年4月にNII内に設置された大規模言語モデル研究開発センター（LLMC）がLLM-jpの運営組織と
して、この取り組みを牽引している。東京科学大学と産業技術総合研究所は海外製のLLMを日本語の訓練
データで継続学習することで、高性能でオープンな日本語向け大規模言語モデルSwallowを開発している93）。
そのような産学の取り組みを加速し、日本国内の基盤モデル開発力を底上げするため、経済産業省は2024

年2月に、プロジェクトGENIAC（Generative AI Accelerator Challenge）23を立ち上げた。GENIACでは、
計算資源の提供、利活用企業やデータホルダーとのマッチング支援、グローバルテック企業との連携支援や
コミュニティーイベントの開催、開発される基盤モデルの性能評価等が行われる。特に、大規模計算に必要
な計算資源の提供支援に重点が置かれ、10事業者が採択された第1期では、基本となる基盤モデル開発の
加速・強化への取り組みが推進された。20事業者が採択された第2期や24事業者が採択された第3期は、
分野・応用特化の基盤モデルや軽量モデルの開発へと広がりが見られる。さらに、データエコシステム構築
のためのデータ・生成AI利活用を推進する取り組みも実施されている。

3.1.6	 行動計画・動作生成への AI 適用
知覚・認識して、理解・推論・計画して、行動・制御するという知能の基本的なプロセスにおける最終ステッ

プ、特にロボットが実世界を操作するための行動計画・動作生成ステップに関わる研究開発の動向について
述べる。

（1）演繹的なアプローチから帰納的なアプローチへ
産業用ロボットなどで実用化されている動作生成技術は、伝統的なモデルベースの演繹的なアプローチが

主流であるが、昨今活発に研究開発が進められているのは、深層学習を用いた帰納的なアプローチである94）。
従来の演繹的なアプローチでは、先に環境のセンシングと、環境や操作対象物のモデリングが行われ、環境、
操作対象物、操作主体（ロボット）に関する物理モデルに基づいて24、目的達成のための動作軌道（あるいは
制御入力）を計画・最適化する。しかし、事前に人手で記述しておかねばならない部分が多く、動作中に環
境自体も変化し得ることから、適用できるケースは限定的にならざるを得ない。この改良として、モデル自身
の曖昧性を認めた上で、センサーから取得したデータをもとに統計的な修正をかける確率的な手法も提案さ
れた。深層学習を含む機械学習の導入方法も当初は、環境や操作対象のセンシングとモデリングの後に、動
作軌道を探索・生成するというシーケンシャルな流れの中で、一部のステップに機械学習を適用するというも

21	 CyberAgent、NEC、NTT、Preferred Networks、SB Intuitions、情報通信研究機構（NICT）、東京大学の松尾豊研究
室ほか。

22	 LLM勉強会は2023年5月に立ち上げられ、2025年2月時点で参加者は2000名を超えた。

23	 経済産業省 GENIAC https://www.meti.go.jp/policy/mono_info_service/geniac/index.html (2026年1月2日アクセス）

24	 実環境では同定誤差や外乱、接触条件のばらつきなどが生じる。そのため、モデルの精緻さだけでなく、モデル誤差や不確か
さを考慮したロバスト化や安全余裕の設定、センサフィードバックによる補正などを組み合わせることを前提として設計される。
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のであった。しかし、深層学習を用いることで新たな可能性が生み出されたのは、環境センシングから動作生
成までをEnd-to-Endで学習するという処理形態である。すなわち、途中ステップをどのように構成・モデル
化するか、どういう情報に着目して動作を生成するか、といった設計・作り込みを人間が行う代わりに、環境
と操作対象物の状態に応じて操作主体が実行すべき動作の生成を、End-to-End 学習によって最適化する。
ここでは、上記の設計・作り込みに代わって、学習のためのデータ収集・前処理、タスク定義や報酬設計な
どに人手を要する。

（2）深層強化学習・模倣学習
このようなEnd-to-End学習による動作生成で活用が広がっているものの一つとして、深層学習と強化学習

を組み合わせた深層強化学習（Deep Reinforcement Learning）がある。強化学習では、学習主体が、
ある状態で、ある行動をしたとき、その結果に応じた報酬が与えられる。行動と報酬の受け取りを試行錯誤
的に重ねることを通して、より多くの報酬が得られるように行動を決定する意思決定方策を学習する。深層強
化学習では、行動の評価や方策の最適化に深層学習を用いる。
この深層強化学習によるエポックメイキングな成果として、Google DeepMindのAlphaGo（アルファ碁）

が挙げられる。AlphaGoは、モンテカルロ木探索に組み合わせて、膨大なプロの棋譜を訓練データとした教
師あり学習と、膨大な回数の自己対戦による深層強化学習を用いて訓練され25、2016年～2017年に世界トッ
プランクプロ棋士に圧勝し、大きな話題になった。AlphaGoは試行錯誤を通してゲーム空間における行動（碁
の打ち手）を学習・生成してみせたが、このような方法は、実世界における行動（ロボットなどの動作）の学
習・生成にも応用できる95）。既に、ばら積み部品のピッキング作業、衣類を畳む作業、車の運転操作など、
さまざまな適用事例がある94）, 96）-98）。例えば、産業用ロボットによる部品ピッキングタスクを考えると、部品
の種類と置き方、照明状態などが固定されていれば、従来の演繹的なアプローチでも、部品のどこをどのよ
うに把持すればよいかを事前にプログラミングできる。しかし、部品がばら積みされ、照明状態にも変化があ
り、多種類の部品にも対応しなければならないならば、想定されるケースがあまりに複雑になり、演繹的に全
てのケースを網羅するプログラミングはもはや困難である。深層強化学習を用いれば、さまざまなばら積み状
態に対して、さまざまなバリエーションで把持操作を試行錯誤し、その成功・失敗から、状態に適した把持
方法を学習していく枠組みが提供される。手本となる行動・動作を例示し、それをもとに報酬や方策を学習
する逆強化学習・模倣学習も用いられる94）, 95）。
また、AlphaGoで行われたような膨大な回数の試行錯誤を、実際にロボットに行わせることは困難である。

その対策として、コンピューター上でのシミュレーションによる深層強化学習の結果をロボットの実機に適用
すること（Sim-to-Real）99）が行われている。ただし、実機での動作・作用とシミュレーション上での結果
が完全一致するとは限らないために、ドメイン適応やドメイン一般化を含め、何らかの調整が必要になる。

以上のように、深層強化学習、逆強化学習、模倣学習、シミュレーションとSim2Realなど、複数の手法
が開発され、組み合わせて適用されるようになってきた。

（3）言語理解に基づくロボット制御
3.1.5で述べた大規模言語モデル（LLM）をロボット制御のために使う取り組みが2022年以降、活発化

している。その一つが、ロボットが人からの自然言語による指示を理解したり、対話したり、行動計画を作っ
たりといった、言語理解に基づくロボット制御への取り組みである。代表的な2事例を以下に示す。

25	 その後、棋譜のような訓練データを必要とせずに自己対戦だけで学習するAlphaZeroや、ゲームのルールが不明でもルール自
体を学習するMuZeroへと発展した。なお、ゲームAIの発展については「AIと科学・産業・社会システム革新」領域（S1.06）
に記載している。
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PaLM-SayCan100）は、Googleとロボット開発会社Everyday Robots（EDR）の共同研究プロジェクト
である。2022年8月に発表されたシステムでは、自然言語による曖昧な要求に対して、その要求に対して何
ができるか、ロボットが行動を選択して実行することが示された。例えば「飲み物をこぼしてしまった。助け
てくれる？」という問いかけに対して、スポンジを取ってくるという行動を起こす。 PaLM-SayCanを搭載した
ロボットは、自然言語による問いかけを解釈し、事前に定義されたスキルセットの中から、その状況で実行可
能で、要求に対して有効な行動を選択する。Googleの大規模言語モデルPaLM（パラメーター数：5400億
個）が用いられて、自然言語処理、画像認識、動作生成が統合されている。

人型ロボットの米国スタートアップ企業FigureがOpenAIと提携して、2024年3月にFigure 01を発表し
た。 Figure 01はOpenAIのChatGPTを組み込んでおり、そのデモンストレーション動画 26によると、自然
言語による対話、視覚や記憶からの説明、行動の計画・実行、推論して利用説明等が可能である。例えば、
人から「何か食べ物をもらえますか？」という問いかけに対して、ロボットの前のテーブルに置かれた複数の
ものの中からリンゴをつかんで渡し、その理由として「テーブルにある食べられるものはリンゴだけだったので、
それをあなたに渡しました」と説明する。

（4）ロボット基盤モデル
上記（3）は、既存のLLMをロボット制御に組み合わせたものだが、ロボット制御のための学習データを

用意して、ロボット制御用の基盤モデルを構築するという動きも進んでいる。
その先駆けとなったのが、RT-1（Robotics Transformer 1）101）である。RT-1は、PaLM-SayCanと同

様にGoogleとEDRの共同研究プロジェクトとして、2022年12月に発表された。ロボット実機を用いたトラ
ンスフォーマー大規模学習によって、深層学習ベースのロボット動作生成の汎用性を高めた。トランスフォー
マーベースの大規模モデルは、自然言語処理や画像・映像処理においてさまざまな機能が実現され、高い汎
用性を示しているが、ロボット制御では、動作パターンの多様さや複雑さと、リアルタイム処理要求の高さが、
大規模モデルの構築や利用の障壁となっていた。これに対してRT-1では、EDRのロボット実機13台で17カ
月にわたって、700以上のタスク27をカバーするような13万エピソードの動作データを収集して、大規模学習
を実施した。その結果、700種類のタスクで97%の成功率を達成した。モデルパラメーター数は35百万個で、
画像や動作データをトークン化して圧縮するなど、実機でリアルタイム処理を確保するための工夫も行われて
いる。シミュレーションではなく実機で大規模学習を行ったトランスフォーマー型モデルによって、ロボット動
作生成の汎用性が高められた先進事例として注目される。コードはオープンソースとして公開されている。

Googleでは、RT-1をさらに発展させて、2023年7月にRT-2、2023年10月にRT-Xを発表した。RT-2は、
Web上のテキストと画像も学習することで、RT-1モデルで未学習だった物体も操作可能にした102）。RT-Xは、
世界33研究機関が参加する史上最⼤のオープンソースロボットデータセットプロジェクト（Open 
X-Embodiment：OXE）である103）。
また、基盤モデルはテキスト、画像、音声などのマルチモーダルデータを学習したものだが、ロボットで使

う上では、行動に結び付ける必要がある。そのために、視覚・言語・行動のデータを統合して、ロボットが
複雑なタスクを実行するVLAモデル（Vision-Language-Action Model）が開発された。これを3次元空
間に拡張した3D-VLA104）では、ロボットがカメラやセンサーを通じて環境を認識し、自然言語の指示を理解
し、それに基づいて物理的な行動をすることが可能になる。特にロボットの物理的な身体をより重視し、物理
法則の厳格な模擬も試みるようなモデルとして、Embodied VLAモデル105）も検討されている。視覚だけで
なく触覚（ハプティクス、触覚センシング/フィードバック）もVLAに統合する試みもある（Vision-Tactile-

26	 Figure Status Update（YouTube） https://www.youtube.com/watch?v=Sq1QZB5baNw (2026年1月2日アクセス)

27	 動作（動詞）と対象物（名詞）のペア（例えば「皿をテーブルに置く」「瓶を開ける」等）を1タスクと数えている。
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Language-Action Model：VTLA）106）。ロボットにおける状況認識、行動計画、動作生成といったプロセ
スにおいて、基盤モデルはいろいろな活用の仕方が可能であり、さまざまな取り組みが進みつつある107）, 108）。

2024年10月にPhysical Intelligence28から発表されたロボット基盤モデルπ0は、VLAモデルにフロー
マッチング制御を組み合わせて、洗濯物の取り出しや折り畳み、食後のテーブルの片付け、箱の組み立てなど、
さまざまな複雑な作業をデモンストレーションしてみせた109）。π0の学習には、上述のオープンソースの
OXEデータセットに加えて、7種類のロボットで68種類のタスクを実行した1万時間分の独自データセットが
用いられた。また、汎用的な物理的概念の獲得を目指す事前学習と、特定タスクに適応して器用にこなすた
めの事後学習という2段階の学習が行われた。π0はさらに、π0.5→π0.6→π＊0.6とバージョンアップされ、
機能・性能を高めている。2025年11月に発表されたπ＊0.6では、RECAP（RL with Experience and 
Corrections via Advantage-conditioned Policies）が導入された110）。RECAPは、VLAモデル向け強化
学習訓練手法で、模倣学習に加えて、人間によるミス修正コーチング、強化学習による自律的改善（結果か
らどの行動が良かったか/悪かったかを判断して改善）といった経験に基づいた学習の枠組みである。

従来のVLAモデルでは「画像を見て、言葉を理解し、動く」という基本ループが実現されたが、Google 
DeepMindのGemini Roboticsはそこに高度な推論（Reasoning）と思考（Thinking）を組み込んだ。
Gemini Robotics-ER（Embodied Reasoning）が周囲の状況を分析して多段階の計画を立て、Gemini 
Robotics（VLA）が、ERの計画に基づいて制御する。2025年9月に発表されたGemini Robotics 1.5では、

「行動する前に考える（Thinking）」プロセスも導入された。特定のロボット専用ではなく、異なる機体（身
体）を持つロボットへの転用（マルチエンボディメント）の仕組みも導入されている。
また、NVIDIAのヒューマノイドに特化したハードウェア・ソフトウェア統合型プラットフォームGR00Tも

注目される。Gemini Roboticsがロボットに「深い知能（脳）」を授け、π0が「熟練の職人技（手先）」
を追求しているとすれば、GR00Tは「ヒューマノイドという複雑な体を、デジタルツインを通じて誰でも動か
せるようにするインフラ」を目指しており、ヒューマノイド向けVLAを含むフルスタックプラットフォームである。
また、ロボット基盤モデルの学習は、ロボット実機データからの学習は実施負荷が高く時間もかかるため、

シミュレーターでの学習も併用される。さらに、人間の行動・動作映像をロボット基盤モデルの学習に転用す
る取り組みも行われている111）。

（5）世界モデル
人間は外界に関する限られた知覚情報から脳内に外界のモデルを作り、それを用いた予測・シミュレーショ

ンを意思決定や行動に使っていると考えられる。その際、実世界における動きは、物理法則を踏まえて予測し
ている。このようなモデルは「内部モデル」「力学モデル」と呼ばれることもあるが、AI分野では「世界モデル」
（World Models）112）という呼び方が主流である。

知覚情報からボトムアップに世界モデルを作ろうとする初期の試みとして、Google DeepMindのGQN
（Generative Query Network）113）がある。GQNは、VAEベースの深層生成モデルを用いており、異なる
複数の視点から見た画像を与えると、内部に世界モデルを作り、別の視点から見た画像を予測できる。

世界モデルと呼ばれるが、基本的には、眼前の状況や、注意・操作の対象物の状態を扱うモデルである。
これは、ロボットの動作生成を現場の状況に応じて適切に行うためにも必要であり、ロボティック世界モデル
（Robotic World ModelあるいはEmbodied World Model）としての研究開発が進展している114）, 115）。
世界モデルを用いた予測・シミュレーションによって、未学習の状況や部分的隠れが生じた状況に対しても推
論して動作生成が可能になる。

世界モデルの表現方法の類型はいくつかの捉え方があるが116）, 117）、ここではサーベイ論文116）に示された

28	 2024年3月に、Googleを退職したロボット開発者らによって創業されたスタートアップ企業。
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3類型を紹介する。
一つ目は動画生成に基づく2D空間モデリングである。発展が著しい動画生成AIの技術は、単なる映像制

作にとどまらず、物理世界の汎用シミュレーターの役割も担えるものになりつつある118）。拡散モデルを用い
たOpenAIのSora66）や、自己回帰型モデルを用いてインタラクティブにフレームレベルで動画生成を制御す
るGoogleのGenie119）, 120）などが体表例である。これらは現在のフレームから次を予測・生成することで、
2D空間上の遷移として世界を表現している。

二つ目は幾何学的な精度と物理的な一貫性を重視した3D空間モデリングである。さまざまな撮影画像に
対して、新たな視点からとても自然で高精細な画像を生成するNeRF（Neural Radiance Field）121）などの
3D再構成技術を発展させた3D Gaussian Splatting122）などが用いられる。これにより、視点変更に対して
矛盾のない、より実空間に近い空間表現をモデル内に構築することが可能になる。

三つ目は潜在空間モデリングである。これは、高次元の観測データ（画像など）を直接扱うのではなく、
抽象化・圧縮されたコンパクトな潜在状態表現を学習し、それを用いて効率的な予測やプランニングを行う。
代表的なシステムとして、Google DeepMindのモデルベース強化学習によるDreamer（2019年にV1、
2021年にV2、2023年にV3）123）が知られている。

3.1.7	 学会動向・国際動向
3.1.1～3.1.6で取り上げた各研究分野のトップランク国際会議を表 1に示す。また、これらの研究分野は、

AI分野全般のAAAIやIJCAIにおいてもホットな研究テーマとなっている。

表 1　「AIモデル」領域のトップランク国際会議

分野 国際会議名

機械学習
・NeurIPS（Neural Information Processing Systems）
・ICML（International Conference on Machine Learning）
・ICLR（International Conference on Learning Representations）

コンピュータービジョン
/パターン認識

・CVPR（Computer Vision and Pattern Recognition）
・ICCV（International Conference of Computer Vision）
・ECCV（European Conference on Computer Vision）

自然言語処理
・ACL（Annual Meeting of the Association for Computational Linguistics）
・EMNLP（Conference on Empirical Methods in Natural Language Processing）
・NAACL（North American Chapter of the Association for Computational Linguistics

動作生成
（ロボティクス）

・IROS（International Conference on Intelligent Robots and Systems）
・ICRA（International Conference on Robotics and Automation）
・CoRL（Conference on Robot Learning）

AI全般
・AAAI（Association for the Advancement of Artificial Intelligence）
・IJCAI（International Joint Conferences on Artificial Intelligence）

機械学習やAIモデルの研究開発・ビジネスは、米国が規模・質ともに世界をリードしてきた。深層学習に
よる第3次AIブーム、生成AIによる第4次AIブームともに、米国ビッグテック企業が牽引している。AI分野
の国家戦略・投資では、歴史的に米国国防高等研究計画局（Defense Advanced Research Projects 
Agency：DARPA）が中心的な役割を果たしてきたことに加え、Google（DeepMindも傘下に含む）、
OpenAI、Apple、Meta、Microsoftなどのビッグテック企業が活発な取り組みを進めている。
その米国を中国が急激に追い上げ、表 1の国際会議は米中2強、あるいは、採択論文数で中国が米国を上

回るという状況である75）。中国政府は2017年7月に次世代AI発展計画を発表し、2030年までに理論・技術・
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応用の全ての分野で世界トップ水準に引き上げ、中国のAI産業を170兆円に成長させるという目標を設定した。
これに向けて、政府主導で重点AI分野を定め、医療分野はTencent（騰訊）、スマートシティーではAlibaba
（阿里巴巴）、自動運転はBaidu（百度）、音声認識はiFLYTEK（科大訊飛）、画像認識はSenseTime（商
湯科技）をリード企業として選定し、政府がAI 産業を後押ししている。

画像認識コンペティションILSVRCが深層学習の性能向上に大きく貢献したことは前述の通りだが、2017
年に終了するころには中国勢が躍進し、技術改良・応用における中国の強さを示した。機械学習の応用やデー
タ分析の分野では、ILSVRCに限らず、共通のデータセットを用いたコンペティションが多数開催されており、
技術の性能向上と普及につながっている。また、企業などがデータや問題をインターネット上で公開して、多
数の人々に解かせる場（世界的には米国のKaggle29、国内ではSignateがそのプラットフォームとしてよく知
られている）も生まれている。日本勢は、米国国立標準技術研究所（National Institute of Standards 
and Technology：NIST）の顔認証ベンチマークテストをはじめ画像認識関連コンペティションで1位を獲
得30したり、層の厚みには課題があるもののKaggleで活躍する産業界の人材が多数31いたりと、一定の存在
感を示してきた。
日本政府は、生成AI以降の動きとして、2023年5月から2025年6月に開催されたAI戦略会議、2023

年の広島AIプロセスなどでの検討を経て、「イノベーション促進とリスク対応の両立」を掲げたAI法（正式
名称：人工知能関連技術の研究開発及び活用の推進に関する法律、2025年6月公布、9月施行）を定め、
人工知能戦略本部を発足させた。AI研究開発の体制としては、文部科学省による理化学研究所革新知能統
合研究センター（AIP）、経済産業省による産業技術総合研究所人工知能研究センター（AIRC）、総務省に
よる情報通信研究機構（NICT）の三つを中核機関と位置付けてきた。前述の国際会議の採択論文数において、
圧倒的な米中2強の後、日本は欧州各国とともに3位から10位の一群に含まれているが、上記中核研究機関
を中心に徐々に論文数を伸ばしつつある。さらに、上記3機関に加えて、LLMの研究開発では、国立情報学
研究所（NII）が中核的な役割を担っており、3.1.5（6）で述べたように、NII大規模言語モデル研究開発
センター（LLMC）が運営するLLM-jpプロジェクトに多数の産学研究者が結集する体制ができている。同
様にロボット基盤モデルについて、データ収集とモデル開発、および、それらの公開のために産学結集する
体制として、2024年12月に一般社団法人AIロボット協会（AIRoA）が設立された。

3.2	 トピックス
3.2.1	 AI モデルの発展における 10大トピックス

2022年以降、トランスフォーマーをベースとしたAIモデルが急速な発展を示している。ここでは、AIモデ
ルの設計に関わり、特に注目される進展を示したもの10項目を挙げる。既に3.1節で取り上げて解説してい
るものや、本「AIモデル」領域ではなく別領域にて詳細を取り上げるものであるので、AIモデル設計全般の
総括として、10項目の概要のみを述べる。

（1）推論モデル
当初のLLMは、大量テキストからの学習によって統計的に次の単語を予測する仕組み（「確率的オウム」

と称された124））だったため、複雑な推論課題（数理・計算、論理推論など）に弱かった。しかし、応答生
成時に時間をかけて多段推論を行う推論モデルが2024年から2025年に発表され、数学・科学などの推論

29	 Kaggle運営会社は、2017年3月にGoogleに買収された。

30	 NECがNISTの顔認証ベンチマークテストで世界1位を複数回獲得していることが知られている。 NEC（プレスリリース） 
https://jpn.nec.com/press/202504/20250409_01.html (2026年1月2日アクセス)

31	 2024年のKaggle Grandmaster分析レポートによると、Competition Grandmasterの総数で日本は世界1位となっている。
ResearchPort（レポート） https://research-p.com/column/1619 (2026年1月2日アクセス)
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課題やプログラミング課題などで従来を大きく超える性能が示された。推論モデルによって生成AIは、知識
の検索・整理だけでなく、深い思考のためにも活用できるようになった。詳細は3.1.5（4）に記載した。

（2）マルチモーダル基盤モデル
当初はテキスト生成や画像生成は別モデルで処理されていたが、テキスト・画像・音声・動画を統合的に

処理するマルチモーダル化が急速に進展した。マルチモーダル基盤モデルにより、人間とより自然で柔軟な対
話や自然な動画生成も可能になった。詳細は3.1.4（3）（4）や3.1.5（3）に記載した。
さらに、テキスト系で主流となったトランスフォーマーモデルが画像などにも広がり、また、画像系で用い

られていた拡散モデルがテキスト系や動作生成系にも導入されるなど、モデルの統合・共通化も進んでい
る125）, 126）。テキストや動作系列などの時系列生成に拡散モデルを用いると、時間順生成ではなく同時並行生
成が可能で、つながりがなめらかといった利点がある一方、計算負荷が高いことや一貫性の維持などに課題
があり、トランスフォーマーとのハイブリッドアーキテクチャーも検討されている。

（3）長文コンテキスト処理
文脈内学習では、当初、数千トークン程度しか扱えなかったが、最近は百万トークン級の長文コンテキスト

処理が可能なものも出てきている。これにより、数百ページの文書や巨大なプログラムコード群を一度に読み
込み、要約や解析を行うことが現実的になった。これは法務・科学研究・ソフトウェア開発など幅広い応用
分野で、知識の断片的検索から体系的理解へと活用が広がると期待される。関連動向を3.1.5（1）に記載
している。

（4）高効率化アーキテクチャー
基盤モデルの巨大化に伴い、計算負荷や消費電力の急増が問題になるため、高い性能を維持しつつ、より

効率的なモデル（規模を抑えたモデル、省電力モデル）とするための工夫やアーキテクチャーの改良が進め
られている。その一つであるMoE（Mixture of Experts：専門家混合モデル）127）は、AIモデルを複数の専
門家モデルに分け、入力に応じて必要な専門家の部分のみを動作させる。また、モデル圧縮方法として、あ
まり使われないノードやウェイトを削る枝刈り（Pruning）、大きなモデル（教師モデル）の入出力を小さい
モデル（生徒モデル）の学習に使うことで、精度をあまり落とさずにモデル規模を縮小する蒸留
（Distillation）、ウェイトなどのパラメーターを表現する数値精度（ビット数）を減らす量子化（Quantization）
などが利用されている128）。さらに、現在主流のトランスフォーマーは、入力長に対して二乗オーダーの計算
量を必要とするのに対して、状態空間モデル（State Space Model：SSM）をベースとすることで計算量を
線形オーダーに抑えたMamba129）やHyena130）も提案されている。しかし、SSMは現状、トランスフォーマー
と比較して、精度面にまだ課題があり、両者のハイブリッド構成も提案されている131）。

（5）世界モデル
世界モデルは、外界（世界）から得られる観測情報に基づいて、外界の構造を学習によって獲得するモデ

ルであり、それを用いることで予測・推論（シミュレーション）などが可能になる。（2）に挙げたマルチモー
ダル化の進展を取り込むとともに、物理法則との整合も重要なファクターであり、複数の切り口から精緻化・
高度化が進んでいる。（6）のロボット基盤モデル（フィジカルAI）や（10）の科学研究向け基盤モデル（AI 
for Science）のための基盤にもなる。詳細は3.1.6（5）に記載した。

（6）ロボット基盤モデル
従来、ロボットの行動・動作はタスクごとに個別にプログラムしたり、模倣学習・強化学習したりすること

が必要だったが、基盤モデルを用いることで、さまざまなタスクに対する行動計画や動作生成を行う汎用性の
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高い枠組みができつつある。ただし、実環境で扱う対象物や場の状況は多様で個別的なので、ロボット実機
やシミュレーターで大量の状況・動作を学習したロボット基盤モデルが作られている。 AIが身体を持って実
環境で動作する「フィジカルAI」（Physical AI、Embodied AI）への取り組みが活発化している。詳細は3.1.6

（4）に記載した。また、「ロボットの知能化」領域（S2.01）に、より詳しい動向を記載している。

（7）オープン基盤モデル
OpenAIやGoogleなどの超大規模な最先端モデルが技術情報を非公開としている一方で、Llamaや

DeepSeekに代表されるオープンウェイトモデルの利用が広がっている。オープンウェイトモデルは、ソース
コードや学習データセットは必ずしも公開されないが、ウェイト（パラメーター）が変更可能なものがあり、
その場合、用途向けカスタマイズや情報セキュリティー確保などが可能になる。また、LLM-jpプロジェクト
のように、研究開発のために、ソースコード、学習方法、データ仕様なども公開するオープンソースモデルへ
の取り組みも行われている。詳細は3.1.5（6）に記載した。

（8）科学研究向け基盤モデル
AI活用によって科学研究プロセスの加速・革新（AI for Science）への取り組みが活発化している。

AlphaFoldがタンパク質の構造予測において、それ以前と比べてはるかに高い精度を達成した。このタンパ
ク質構造予測の業績により、AlphaFoldを研究開発したGoogle DeepMindのDemis HassabisとJohn M. 
Jumperが2024年のノーベル化学賞を受賞した。テキストの代わりにアミノ酸配列を学習したタンパク質言
語モデルなどLLM・基盤モデルの科学研究応用も進んでいる。生命科学、材料科学、物理学、気象などを
はじめ、さまざまな科学分野にこの動きが広がっている。そこでは、ChatGPTやGeminiのような汎用基盤
モデルだけでなく、各科学分野・研究プロセス向けにカスタマイズした基盤モデルが必要になる。この動向は
「AIと科学・産業・社会システム革新」領域（S1.06）で取り上げる。

（9）エージェント型AI
LLM・基盤モデルに基づく生成AIは、プロンプトに対して応答を返すところまでだが、エージェント型AI

（Agentic AI、AIエージェント）は、Web検索など他のアプリケーションを起動したり、ストレージ上のデー
タを読み書きしたりして、自律的にタスクを遂行する。タスクの遂行のためには、タスクをサブタスクに分解し
て実行する手順をプランニングすることが必要だが、このプランニングは生成AIによって可能になった。ソフ
トウェア開発プロセス、調査業務プロセス、科学研究プロセスをはじめ、さまざまな分野でエージェント型AI
の開発・活用が広がりつつある。この動向は「人・AI共生モデル」領域（S1.03）で取り上げる。

（10）AIモデルの安全性・トラスト
AIによる判定や応答が人間と判別が難しい、あるいは、人間を上回るものになったことで、さまざまなリス

クが生じており、その対策技術が必要になっている。ここではAIモデル自体の問題を挙げると、もっともらし
く聞こえる誤情報の生成（ハルシネーション）や倫理的・社会的に不適切な応答などを抑制する技術開発、フェ
イク生成などの悪用をしにくくするための生成コンテンツの出自管理のための技術開発、生成AI特有の脆弱性
を突く攻撃に対する防御技術などが含まれる。この動向は「AIリスク対策技術」領域（S1.05）で取り上げる。

3.2.2	 AI モデルのメカニズム理解
LLM・基盤モデルはめざましい性能向上を示しているが、「なぜこのように動くのか」「どの部分が何をして

いるのか」といったモデル内部の仕組み（メカニズム）は、まだ十分に理解されていない132）。メカニズム理
解を目指す研究（Mechanistic Interpretability：機械論的解釈可能性）は、AIの機能・性能の改良につ
ながるだけでなく、モデルの信頼性・安全性・制御性の向上や人間の知能との比較という面でも重要な研究
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テーマである。
LLMの性能に関わる興味深い現象としてGrokking133）, 134）が知られている。これは、大量データの学習

を進める過程において、丸暗記のような過学習の段階を過ぎて、ある時点から急に、抽象化された構造や規
則性を見いだしたような汎化性能が獲得されるように見える現象である。情報理論的な正則化仮説、表現空
間の相転移仮説、アテンションヘッドなど構造変化仮説などが提案・検討されている。

LLM内部の機能や局所的な性質を調べる取り組みも進められている。その一例として、モデル内部の活性状
態を概念が示唆される多数の特徴に分解するスパース自己符号化（Sparse Autoencoder：SAE）135）、LLM
の中間層の情報を書き換えて動作変化を分析し、機能・役割を解釈するモデル編集（Model Editing）136）, 137）

などの方法が知られている。
LLMは意味を理解していると言えるのかということも論点となっている。LLMは、ある問いに対して正しい

回答をしたとき、その概念を理解しているように見えるが、その概念に関する簡単な応用問題では間違うとい
うような現象が観測される。このような一貫性・整合性のない結果（見せかけの理解）は「ポチョムキン理解」
（Potemkin Understanding）と名付けられた138）。また、理解というものを「概念的理解」「世界の状態の
理解」「原理的理解」という3層に分け、モデルはどの層まで達しているかを測ろうという提案もなされてい
る139）。

3.2.3	 AI の省電力化
AIモデルの大規模化とさまざまな分野でのAI利用の拡大に伴い、AIモデルの学習時・活用時の両面で電

力消費が増大傾向にあり75）、社会的な問題になりつつある。そのため、この問題を軽減するための技術開発
が求められ、その取り組みが多面的に広がっている。以下に、代表的なアプローチを挙げる。

•	モデルの圧縮・最適化：3.2.1（4）で取り上げたような高効率化アーキテクチャー（モデル圧縮、モデ
ル選択、計算量削減など）は、省電力化の面でも有効である。

•	学習フェーズの最適化：学習処理の反復を適切なタイミングで停止したり、勾配法のアルゴリズムを改善
したりするなどにより、学習フェーズに要する時間を短縮すれば、省電力に寄与する。

•	ハードウェアまわりの省電力化：より省電力で動作するチップの開発のほか、負荷に応じて電圧・周波
数を調整するなど制御面の工夫も検討されている。

•	データセンター設計・運用の最適化：計算そのもの以外の電力消費も含めたデータセンター全体の効率
化も実用上重要である。具体的には、冷却系統の最適化による余剰冷却の削減、廃熱利用、設備効率
の改善が挙げられる。また、ワークロードの性質に応じて再生可能エネルギーの利用比率の高い電力源・
時間帯を選ぶことや、発電コストや電力供給条件に有利な立地を活用することも含めて運用最適化も検
討されている。

•	運用時のアルゴリズム最適化：利用者との接点では、入力（プロンプト）や出力（応答）の長さを制限
したり抑えるように促したりすることで処理負荷を低減できる。内部の処理では、入力や負荷状態に応じ
た推論処理の深さを調整したり、キャッシュをうまく使ったりといった手法が用いられている。

このようにさまざまな取り組みが実施されているが、実際に適用する上では、省電力効果と他の指標とのト
レードオフ問題が生じがちである。例えば、精度低下を招くとか、アルゴリズムや運用が複雑になり保守性が
低下するとか、ハードウェアまわりでは互換性・保守性の問題が生じるといったことが挙げられる。一方で、
人間の脳は20ワット程度のエネルギーで動作していることが知られており、現在のLLM・基盤モデルと異な
るタイプのAIモデルによって、電力効率の大きな改善が得られる可能性もある。この点については、次の3.2.4
で触れる。
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3.2.4	 新しい AI モデルの可能性探求
現在のAIモデル（LLM、基盤モデル）は、非常に高い精度・性能を実現した一方、極めて大規模な資源（デー

タ、電力、計算パワー）を必要とする。3.2.3で取り上げた電力消費問題を含め、人間の知能とはかなり異な
る様相を呈している。そこで、「人間知能の理解」領域（S1.01）の動向も踏まえ、新たな切り口や発想によ
るAIモデルの創出や改良に関する研究開発も進められている。また、AIモデルの精度・性能向上が著しいこ
とから、汎用人工知能（Artificial General Intelligence：AGI）や超知能（Artificial Superintelligence：
ASI）が生まれるのも近いといわれるようになった。以下、これらに関連した動向を五つ取り上げる。

（1）パターン処理と記号処理の融合と二重過程理論
第1次・第2次AIブームで取り組まれていたのは記号処理のAIだったが、第3次AIブームからはニュー

ラルネットワークによるパターン処理のAIが主役となった。これらは別系統のAIとして発展してきたが、それ
らの融合が次の方向性と見込まれた140）。ただし、AIとしてパターン処理と記号処理の両面を扱う必要があ
ることは古くから指摘されており、これまでも二つのタイプのAI技術を組み合わせたシステムは多く見られた。
例えば、2010年以前の音声翻訳システムは、音声認識というパターン処理と、機械翻訳という記号処理をつ
なげたシステムであったし、統計的機械翻訳（SMT）は、記号処理をベースに構成されたシステム中のいく
つかのパーツを、機械学習を用いてチューニングしたものだった。
これらに対して、深層学習の発展によって2018年ごろから取り組みが顕在化してきたのは、人間の知能・

思考に関する二重過程理論（Dual Process Theory）を踏まえたモデルである。二重過程理論は人間の思
考が、直感的・無意識的・非言語的・習慣的な「即応的思考」のシステム1と、論理的・系列的・意識的・
言語的・推論計画的な「熟考的思考」のシステム2とで構成されるという捉え方である。社会心理学・認知
心理学などの心理学分野で提案されていたが、ノーベル経済学賞を受賞したDaniel Kahneman の著書

「Thinking, Fast and Slow」141）でよく知られるようになった。システム1はパターン処理、システム2は記
号処理におおむね対応すると考えられた。

NeurIPS 2019（The 33rd Conference on Neural Information Processing Systems）においてYoshua 
Bengioは、「From System 1 Deep Learning to System 2 Deep Learning」と題した招待講演142）を行った。
Bengioは、（2018年時点の）深層学習はシステム1に相当するが、システム2までカバーするような深層学
習へ発展させるのが今後の方向性だと述べた32。一方、日本国内では、これよりも早く、「深層学習の先にあ
るもの－記号推論との融合を目指して」と題した東京大学公開シンポジウムが2018年1月と2019年3月143）

に開催されている。MIT他によるNS-CL（Neuro-Symbolic Concept Learner）144）や、松尾豊（東京大学）
の知能の2階建てモデル145）など、2系統のシステムを統合したアーキテクチャーも提案された33。
当初、システム1はニューラルネットワークによる帰納型のパターン処理、システム2はルール記述・プロ

グラミングによる演繹型の記号処理のような2系統が想定されたが、自然言語で対話できる生成AI、さらに
は推論モデルが登場したことで、システム1だけでなくシステム2も、ニューラルネットワークで実現されつつ
ある。ただし、システム2に関わる長期記憶や知識・経験の蓄積は、まだうまく扱えていない面があり、さら
に研究が進められている。

32	 Yoshua Bengio、Geoffrey Hinton、Yann LeCunの3人は、深層学習発展への貢献で2018年度ACM（Association 
for Computing Machinery）チューリング賞を受賞したが、AAAI 2020（The 34th AAAI Conference on Artificial 
Intelligence）における同賞記念イベントでは3人の講演に加えてKahnemanを交えたパネル討論も実施され、ここでも、同
様の方向性が論じられた。

33	 NS-CLは名称の通り、ニューラルネットワークによるパターン処理と記号処理の2系統を統合している。一方、松尾の2階建て
モデルは、論文145）中で「システム1、システム2に直接対応するわけではない」「深層学習と記号操作に対応するわけでもない」
が、「脳の機能との対応が念頭にある」と述べている。
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（2）認知発達とAIモデル
人間は、生まれてから幼児期に、明示的な教師データや報酬関数を与えられずとも、身体性および身体的・

社会的相互作用を通して、外界のものを認識して行動する能力や、言語を話し理解する能力を獲得していく。
基盤モデルに基づく現在のAIモデルは、このような認知発達の仕組みを備えていない。この仕組みを構成論
的なアプローチで研究開発するのが、認知発達ロボティクス146）, 147）と呼ばれる研究分野である。
ここでは、さまざまな認知機能の発達が、感覚・運動情報の予測符号化という共通メカニズムによって理

解できそうだということが分かってきた148）。予測符号化（Predictive Coding）149）とは、現時刻・空間の
信号から、将来や未知空間の信号を予測できるように、その対応関係（内部モデル）を学習することである。
そこでは予測誤差最小化原理が働き、身体や環境からの感覚信号と、脳が内部モデルをもとにトップダウンに
予測する感覚信号との誤差を最小化するように、内部モデルを更新したり、環境に働きかけるような運動を実
行したりする。この原理に基づくならば、現在の基盤モデルで不可欠な大規模事前学習は不要になる。

具体的な応用・実装として、予測符号化の考え方を用いたロボットの動作制御150）, 151）や発達障害の理解・
支援148）への取り組みが知られている。また、言語獲得については記号創発ロボティクス152）としてのモデル
化が進められている。認知発達・記号創発ロボティクスの詳しい内容・動向は「人間知能の理解」領域（S1.01）
に記載している。

（3）共生・共感のためのAIモデル
生成AIからの応答は、まるで人間のような自然なものになったが、人間同士の会話や共同作業過程と比べ

ると、相手の感情や背景知識・文化的側面を十分理解した応答にはまだ至っていない。今後、AIの自律性
が高まって人々と共存し、また、一人一人にパーソナルAIエージェントが寄り添うような状況を想定すると、
AI単体での性能・機能を向上させる取り組みだけでなく、人との関係性に着目し、人と共生し、人との間に
共感が生まれるようなAIへと発展させることが求められる153）, 154）。
このような課題に対する取り組みとして、相手の感情や心理的状態の理解やシミュレーションをしようとす

る研究、相手との間にコモングラウンド（共有理解）を形成することを目指す研究などが進められている。こ
のような動向については「人・AI共生モデル」領域（S1.03）で取り上げる。

（4）進化的モデルマージ
大量のデータと計算資源をかけて大規模な基盤モデルを構築するのではなく、複数の既存モデルを融合し

て新しい基盤モデルを作る「モデルマージ」と呼ばれる手法がある。モデルマージでは、もとにする複数モデ
ルのどのモデルからどの部分を抽出して、どのように新しいモデルに反映するかを決めることが必ずしも容易
ではない（設計者の直感や経験則に頼っていた）。これに対して、Sakana AI34は、進化的アルゴリズムを用
いることで、より良いマージ方法を効率よく見つける「進化的モデルマージ（Evolutionary Model 
Merge）」155）を開発した。基盤モデル開発のコストを抑えるとともに、個々のモデルの強みを掛け合わせるこ
とが可能な新しい取り組みである。

（5）AGI・ASIの可能性
汎用人工知能（AGI）は、人間と同等の水準で、多岐にわたるタスクを柔軟にこなせるAIであり、超知能

（ASI）は、あらゆる分野のタスクで、人間の能力を凌駕するAIである。最近のAIの性能向上・機能拡大が
非常に急速であるため、AGI・ASIの実現が近いという論調が強まっている。ただし、そこに至るための技術

34	 Sakana AIは、元Google のDavid HaとLlion Jones、および、外務省やメルカリなどを経た伊藤錬の3名が日本で立ち上
げたスタートアップ企業である。2023年7月創業、日本史上最速のユニコーン企業。
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的な見通しについては、複数通りの立場が取られている。一つの立場は、現在のトランスフォーマーをベース
とした基盤モデルのアーキテクチャーの延長で、学習データやモデル規模のスケーリングによってAGI・ASI
に至り得るというものである。それに対して、現在のアーキテクチャーの延長だけでは無理で、AGI・ASIの
実現には克服しなければならない技術的課題があるというのが、もう一つの立場である。後者において技術
的課題と挙げられているものは、（後者の立場の中でもさまざまな捉え方があるが）例えば、物理世界の状況・
身体性や物理法則、長期的推論・計画、感情や価値観・常識の理解、内省・メタ認知などがある。なお、
AGI・ASIのリスク面も含めたシナリオについては「AIリスク対策技術」領域（S1.05）で取り上げる。

3.3	 課題
3.3.1	 研究開発課題

3.2節で取り上げたトピックスが現在特に注目される研究開発課題であり、それらの課題内容の例を表 2に
まとめた。

表 2　研究開発課題

研究開発課題 課題内容の例

AIモデル
設計

推論モデル
より複雑な推論、長期の推論・計画、物理・数学などの厳密則との整合、推論
チューニングを含む多段学習の体系化・最適化、自己改善ループなど

マルチモーダル基盤モデル
より自然でリアルタイムのマルチモーダル対話、マルチモーダル基盤モデルの学習、
動画生成の高品質化・長尺化や対話的な動画操作など

長文コンテキスト処理 文脈内学習の長文化、LLMの長期記憶・個人適応など

高効率化アーキテクチャー
MoEの高度化・分散化、モデル圧縮（枝刈り、蒸留、量子化）、トランスフォー
マーと状態空間モデルとのハイブリッド化など

世界モデル
世界モデルの精緻化・高度化、主体依存の多様性の扱い、計算コストの低減、
評価基準とベンチマークなど

ロボット基盤モデル
ロボット基盤モデルの効率的な学習法（実機/シミュレーター/人間の行動・動
作映像）、多様な環境・身体・操作対象に適応した行動計画・動作生成、柔軟
な力制御や器用な動作への対応など

オープン基盤モデル
オープンモデルによる最先端クローズドモデルの性能キャッチアップ、オープンモ
デルを活用した軽量カスタマイズモデル開発、汎用性の高い基盤モデルの評価指
標・ベンチマークデータなど

科学研究向け基盤モデル ※「AIと科学・産業・社会システム革新」領域（S1.06）に記載

エージェント型AI ※「人・AI共生モデル」領域（S1.03）に記載

AIモデルの安全性・トラスト ※「AIリスク対策技術」領域（S1.05）に記載

AIモデルのメカニズム理解
機械論的解釈可能性、LLM・基盤モデルが高い精度を実現できる理由の解明、
Grokking現象の分析・解明、LLM内部の機能や局所的な性質の分析・解明、
LLMの処理メカニズムと意味理解の関係など

AIの省電力化

モデルの圧縮・最適化、学習フェーズの最適化、ハードウェアまわりの省電力化、
データセンター設計・運用の最適化、運用時のアルゴリズム最適化、これらの省
電力化手法と他の評価指標（精度・保守性など）とのトレードオフ改善、新モデ
ルアーキテクチャーによる電力効率の大幅改善の可能性など

新しいAIモデルの可能性探求
長期記憶や知識・経験の蓄積、予測符号化理論や認知発達・記号創発メカニズ
ムとの融合、コモングラウンドや共感を扱うモデル、進化的モデルマージ、内省・
メタ認知、AGI・ASIの可能性と課題対策など

生成AI（基盤モデル）は当初、プロンプトの続きを予測するという基本的な仕組みから考えて、論理性・
正確性、実世界操作（身体性）、安全性・信頼性、資源効率に課題があると考えられた153）。しかし、モデ
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ルの改良・発展は極めて急速で、課題の克服に向けた取り組みが進み、AGI・ASIの実現も近いといわれる
ようになった。AIモデル自体は「自律化」「フィジカル化」「汎用化」を高める方向に急速に進んでいる。ただし、
それと同時に「安全性・信頼性」「省電力化」の要請が高まっており、それらに応えていく必要がある。また、
さらなる発展に向けた基礎研究として「AIモデルのメカニズム理解」や「新しいAIモデルの可能性探求」も
重要である。

3.3.2	 推進方策面の課題
AI分野全般に共通する推進方策面の課題については、区分総論（S1.00）に詳しくまとめた。その要点は、

AI分野の研究開発の形態は、基礎研究においても「ビッグサイエンス化」「ハイスピード化・ハイインパクト化」
「非公開寡占 vs. オープン化」の傾向が強まり、日本はこの変化に十分に対応できていなかったという状況を
踏まえて、研究開発体制・基盤やプログラムの在り方を考え、それを支える研究エコシステムをつくるという
ことである。それに必要な要素として、a.さまざまな研究機関・組織が協力し合う研究エコシステムの形成、
b.大規模計算機やロボットの共同利用施設の継続的な運用・強化、c. AIモデルとマルチモーダルデータの集
約・共有・評価・管理体制の整備、d.基礎研究とルールメイキングにおけるオープンな国際連携とその支援
体制構築、e.技術系研究者のみならず人文・社会系研究者の主体的参画を促進するプログラム設計、f.研究
エコシステムのハブ機能を担う組織の設置、g.研究エコシステムを生かした柔軟でアジャイルなプログラム運
営、h.研究エコシステムを支える人材の確保・育成、という8点を挙げた。

本領域で取り組む「AIモデル」の研究開発の推進のためには、a・b・c・fが特に重要である。これら関
しては、3.1.7で述べた通り、NII LLMCを中心としたLLM-jpプロジェクトが動いており、国の体制としても
人工知能戦略本部が設立され、戦略強化されてきている。米中2強が圧倒的優位な領域であるが、経済安全
保障のためにも不可欠な技術であり、日本として継続的な技術育成・強化をしていく必要がある。日本独自
の強みを育成していく上では、何らかのドメインで良質なデータを収集・生成していくことや、モデルの品質
も含めた評価指標や評価用データセットも重要な役割を果たす。

3.4	 各国・地域の取り組み
【日本】

•	基礎研究：AI研究の中核センターとして位置付けられた理化学研究所（理研）AIP、産業技術総合研
究所（産総研）AIRC、情報通信研究機構（NICT）に加えて、国立情報学研究所（NII）に大規模言
語モデル研究開発センター（LLMC）が発足し、産学結集したLLM-jpプロジェクトが推進されている。
科学技術振興機構（JST）や新エネルギー・産業技術総合開発機構（NEDO）の事業などで国主導の
AI基礎研究推進も強化され、国際会議における採択率は米中2強に差を付けられているものの、徐々に
増えつつある。

•	応用研究・開発：認識技術のベンチマークやロボット分野で存在感を示していたが、大規模な資金投入
を必要とする基盤モデル・LLM開発で後追いとなった。経済産業省のGENIACプロジェクトによる後押
しなどもあり、国産モデル開発やAIスタートアップも活発化しつつある。

［評価*　基礎研究：現状○／トレンド↗、応用研究・開発：現状○／トレンド↗］

【米国】
•	基礎研究：ビッグテック企業を中心に、大学・企業とも研究開発の規模・質で世界をリードしている。
国際会議における採択論文数は米中2強という状況で、件数では中国にリードを許したものの、新しいア
イデアやコンセプトの創出では、依然として米国発のものが多い。DARPA による先進研究投資も注目に
値する。基礎研究に必要なデータセットの構築・公開や研究コミュニティーへの情報発信などでも中心
的な役割を果たしている。
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•	応用研究・開発：ChatGPT（OpenAI）、Gemini（Google）、Llama（Meta）など、最先端のAI
モデルの開発・市場投入で世界をリードしている。大規模高速AI計算を支えるGPUではNVIDIAが圧
倒的なシェアを取っていることに加えて、フィジカルAI（ロボット基盤モデル）開発においても米国企業
が先進的な取り組みをしている。ビッグテック企業は有能な技術者を全世界から集め、基礎研究も応用
研究・開発も盛んに行っている。大学と企業の連携やAIスタートアップも活発で、大学でも起業を目指
した応用研究や開発も数多く実施されている。

［評価*　基礎研究：現状◎／トレンド↗、応用研究・開発：現状◎／トレンド↗］

【欧州】
•	基礎研究：国際会議の採択論文数は、米中2強とは開きがあるものの、3位から10位のグループに欧州
各国が続いている。 EU AI法およびGDPRが施行されており、オープン性・透明性を志向した研究開発
の傾向が見られる。

•	応用研究・開発：フランスのスタートアップ企業Mistral AI（Google DeepMindやMetaに在籍して
いた研究者らが設立）がMoE型のオープンソース基盤モデルMistralを提供、英国のスタートアップ企
業Stability AIが拡散モデルによるオープンソース画像生成AIのStable Diffusionを提供など、オープ
ン性・透明性の高いAIモデル開発が特徴的。また、ドイツのDeepLの機械翻訳サービスが翻訳品質の
高さで注目された。

［評価*　基礎研究：現状○／トレンド→、応用研究・開発：現状○／トレンド↗］

【中国】
•	基礎研究：大学や国の研究機関、企業研究所など、国際会議での中国からの採択数が大きく伸びて、そ
れまで1位だった米国を抜いた。画像認識コンペティションILSVRC 2015-2017で中国勢が上位獲得し
た実績もある。

•	応用研究・開発：政府主導で重点AI 分野を定め、医療分野はTencent、スマートシティーでは
Alibaba、自動運転はBaidu、音声認識はiFLYTEK、画像認識はSenseTimeをリード企業として選定し、
政府がAI産業を後押ししてきた。AIモデルの開発・市場投入でも、米国の最先端モデルと遜色はない
規模のモデルを開発してきたことに加えて、DeepSeekやQwenなどのオープンウェイトモデルで存在感
が大きく高まった。高い運動能力を備え、かつ、低価格なヒューマノイドロボットの開発で先行しており、
フィジカルAI分野に勢いがある。

［評価*　基礎研究：現状◎／トレンド↗、応用研究・開発：現状◎／トレンド↗］

【韓国】
•	基礎研究：KAISTやソウル大学など有力大学・国研を中心に基礎研究が進められている。国際学会で
の採択件数も徐々に増えているが、特段顕著な成果は見られていない。

•		応用研究・開発：韓国政府はソブリンAI基盤モデル開発プロジェクトを立ち上げ、2025年8月に5社
（NAVER Cloud、Upstage、SK Telecom、NC AI、LG AI）を採択。韓国はロボット密度（製造業
の従業員1万人あたりのロボット稼働台数）が世界1位であり、2025年9月にフィジカルAIグローバル
アライアンスを設立。

［評価*　基礎研究：現状△／トレンド→、応用研究・開発：現状○／トレンド↗］
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*�基礎研究：大学・国研などでの基礎研究の範囲、応用研究・開発：技術開発（プロトタイプの開発含む）の範囲 
現状（日本の現状を基準にした評価ではなく、CRDS の調査・見解による評価）： 
　　◎ 特に顕著な活動・成果が見えている　〇 顕著な活動・成果が見えている、 
　　△ 顕著な活動・成果が見えていない　　× 特筆すべき活動・成果が見えていない 
トレンド（ここ1～2年の研究開発水準の変化）： ↗上昇傾向、→現状維持、↘下降傾向

関連領域
システム・情報科学技術分野内の関連領域は以下の通り。

領域番号 領域名 公開年月

S1.01 人間知能の理解 2026年2月

S1.03 人・AI共生モデル 2026年2月

S1.05 AIリスク対策技術 2026年2月

S1.06 AIと科学・産業・社会システム革新 2026年2月

S2.01 ロボットの知能化 2026年2月

S2.02 統合知能システム 2026年2月
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